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Oz
Elektrige bagli olan her ev aletinin akim/gerilim karakteristigi farkli oldugundan, bu cihazlarin her birinin
sebekeden gektigi gliciin 6zelligi farkh olmaktadir. Bu nedenle sebekeye bagli olan cihazin tipinin tespiti
Anahtar kelimeler cihazin sebekeden ¢ektigi harmonigin tespit edilmesinde ve de dizeltilmesinde 6nemli rol
LSTM, Bi-LSTM, ev oynamaktadir. Bu galisma kapsaminda farkl derin 6grenme teknikleri kullanilarak “ACS-F2 Elektrikli Ev
aletleri, akim/gerilim, Aletleri Veri Seti” Gzerinde siniflandirma gergeklestirilmistir. ACS-F2 veri setinde toplamda 15 farkl sinif
icin 225 cihaz bulunmasina karsin, ¢alisma kapsaminda yapilan 6n islemler ile veri setindeki sinif sayisi
14’e indirilmistir. Sonrasinda LSTM, FeedForwardNet, ¢ift yonli LSTM( Bi-LSTM) ve parametreleri
genetik algoritma tarafindan optimize edilmis Bi-LSTM kullanilarak siniflandirma yapilarak
siniflandiricinin performanslari karsilastiriimistir.  Yapilan galisma kapsaminda parametreleri optimize
edilmis siniflandiricinin diger yontemlerden daha basarili sonuglar elde ettigi gozlenmistir.

genetik algoritma

Classification of Electrical Appliance Devices Using —Bi-LSTM and Genetic

Algorithm
Abstract
Since the current/voltage characteristics of each electrical appliance are different, the power
Keywords consumption of devices are specific. Therefore, determining the type of electrical appliance connected

LSTM;Bi-LSTM; to the network is crucial for the detection and correction of the device based harmonics. In this study,

. . . the classification of electrical appliances is carried out on the "ACS-F2 Electrical Appliances Dataset"
Electrical Appliances;

using different deep learning algorithms. Although there are 225 devices for 15 different classes in the
ACS-F2 data set, the number of classes in the data set has been reduced to 14 with the pre-
processesing step. The LSTM, FeedForwardNet, Bi-LSTM and Ga+Bi-LSTM, models are then built to
classifiy electrical appliances. It is observed that the GA+Bi-LSTM classifier, which has %94 classifiaction
accuracy, overcomes among the models.

Current/voltage;
Genetic Algorithm.
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1. Giris verimliligi (cihazlarin normalden fazla
Ginimiizde elektrik enerjisine baglh olan cihaz kullanilmasinin tespiti) saglanabilecegi gibi hem de
cihazlardaki arizalarin tespiti saglanabilir (Howell
2007, Patel et al. 2007, Hart 1997, Kuruppu and.
Kulatunga 2012).

Elektrikli cihazlarin yiik karakteristikleri Vrm, Irms,

sayisi ve buna bagl olarak da eneriji ihtiyaci gittikce
artmaktadir.  Bu cihazlar arasinda elektrikli ev
aletleri daha az eneriji tilketmesine karsin toplamda

daha fazla sayida oldugundan dolayi, bu cihazlarin
aktif glg, reaktif glc ve gorlinir glic gibi

parametreler kullanilarak belirlenmektedir.  Bu
baglamda faz acisi elektrikli cihazlarin  yik

enerji  karakteristiginin  gbzlenmesi ve bu
karakteristigin belirlenmesi enerji tiketimlerinin
azaltiimasinda 6nemlidir. Bu sayede hem eneriji
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karakteristiginin  belirlenmesinde en  onemli
parametre olarak karsimiza g¢ikmaktadir. Elektrikli
cihazlar, faz acgisina gore rezistif, kapasitif ve
endiktif olarak siniflandiriimaktadir. Su isiticlari gibi
elektrikli isiticilar rezistif bir davranis gosterirken,
indlksiyon motorlari ve floresan lambalar enduiktif,
tekrar sarj edilebilen bataryalar da kapasitif
davranis gostermektedir. Bircok durumda elektrikli
cihazlar aktif ve reaktif giic degerleri kullanilarak
birbirinden ayrilabilir (Armel et al. 2013). Olciimler
genellikle binalarin/ evlerin giris noktasindan (ana
giris noktasindan) bir akilli saya¢ yardimiyla
yapilmasina karsin bu yontem her bir cihazin akim
gerilim karakteristigi farkli oldugundan dolayi dogru
bir yontem degildir. Bunun yerine her bir cihazin
akim/gerilim karakteristiginin belirlenmesi
gerekmektedir.

Ridi ve arkadaslari yaptiklari calismada elektrikli ev
aletlerinin karakteristiklerini belirlemek i¢in bircok
farkh elektrikli ev aletlerinden veri toplayip elde
ettikleri veri setini ACS-F2 ismiyle paylasmislardir
(Ridi et al. 2014). Yazarlar veri setini elde ederken
cihazlarin normal c¢alisma kosullarinda olmasina
dikkat

cihazlardan toplarken asagidaki rutinleri ozellikle

ozellikle etmislerdir.  Yazarlar verileri
uygulamislardir.
Mekanik Fanlar : Fanlar Gg farkli calisma moduna
iken (kesim, bekleme modu ve c¢alisma modu)
veriler

toplanmistir. Calisma modunda veriler

toplanirken mekanik fanlarin  bitlin hizlarda
dénmesi saglanmistir.

Elektrikli Su Isiticilan : icerisinde farkli seviyede su
eklenerek calistinlmis ve veriler bu sekilde
toplanmustir.

Monitorler: Monitorlerden veriler toplanirken her
biri farkl cihazlara (masa Ustl bilgisayar, laptop)
Farkli

monitorlerden veriler toplanirken,

baglanmistir. cihazlardaki bagh olan
kullanicilarin
dogal davranmalari istenmis ve de veriler dogal bir
sekilde toplanmistir. Buna ek olarak ekran
parlakhginin degisiminin etkisi de alinan verisetinde
incelenmistir.

Tras Makineleri: Bu cihazlardan veriler toplanirken
blatin modlar (calisma modu, bekleme modu) goz
ontine alinmistir. Calisma modunda ise bigaklarin
bltin donius hizlari ve tork degerleri géz oniine

alinarak veriler toplanmistir.

Emir ve arkadaslari yaptiklari calismada ACS-F2

veriseti  Uzerinde rastgele orman, Bayes
siniflandirici ve de Hoeffding agaci siniflandirma
algoritmasi olmak tzere g farkli siniflandirma
2016).

Yazarlar 6z-nitelik olarak glictin, faz agisinin, akimin

algoritmasi denemislerdir (Emir et. al

istatistiksel ~parametrelerini (standart sapma,
maximum ve minimum degerleri, basiklik, carpikhk)
kullanmislardir. Yazarlar yapilan ¢alismada egitim
veri seti lizerinde %93.67 dogruluk elde etmelerine
karsin, test veri seti (izerinde elde ettikleri dogruluk
%68.67 seviyesinde kalmistir. Samira ve arkadaslari
ACS-F2  veri
siniflandiriimasi i¢in Rastgele orman, k-NN, SVM ve
GMM modellerini

Rammohan 2018). Yazarlar dort farkl senaryoya

yaptiklari  galismada setinin

kullanmiglardir (Samira and
gore her bir modelin elde ettigi dogruluk seviyesini

karsilastirmislardir. ~ Yazarlar  rastgele orman
algoritmasinin %75.65 ile en yilksek dogrulugu elde
ettigini belirtmislerdir.

Long Short Term Memory (LSTM) yapilari Recurrent
Neural Network(RNN)'lerin ozellestirilmis bir hali
olarak ilk olarak 1997 yilinda Hochreiter tarafindan
onerilmistir (Hochreiter and Jurrgen 1997). O
giinden sonra LSTM’ler esnek vyapisi sayesinde
zaman serisi tahminleme basta olmak lizere, bircok
fakli siniflandirma algoritmasinda basarih  bir
sekilde kullanilmistir (Pulwer and Lyu, 2017). Fakat
LSTM’lerin parametrelerinin ayarlanmasi da dnemli
bir sorun olarak karsimiza ¢ikmaktadir. Genellikle
probleme gore degismekle beraber, bu
parametrelerin optimal bir sekilde belirlenmesi bir
optimizasyon problemi olarak karsimiza
Cift yonli LSTM’ler (Bi-LSTM) de
basari Ustlinllikleri nedeniyle bircok farkh alanda
kullanilmistir (Jiajun Li et. al 2022).

ACS-F2  veri seti

kullanilarak elektrikli ev aletinin siniflandiriilmasi

cikmaktadir.

Bu c¢alisma kapsaminda,

gerceklestirilmistir. Bu amacla, oncelikli olarak

veriler Gzerinde bir on-eleme islemi
gerceklestirilmistir. Bu 6n-eleme islemi sonucunda
hatali 6lciim oldugu belirlenen veriler elenerek veri
setinden silinmistir. Sonrasinda, genetik algoritma
tarafindan optimize edilmis Bi-LSTM, Bi-LSTM,
LSTM ve Feed-Forward NET olmak tizere dort farkli
siniflandirici siniflandirma

kullanilarak islemi

gerceklestirilmistir. Gelistirilen Genetik algoritma
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destekli Bi-LSTM modelinin her bir sinif igin %85
tizerinde bir dogruluk elde ettigi gdzlenmistir. Ote
yandan diger siniflandiricilarin ortalama dogrulugu
sirasiyla %81, %77, %33 olarak hesaplanmistir.
Gelistirilen GA destekli Bi-LSTM siniflandiricinin
elde ettigi sonuglar, istatistiksel olarak literatiirde
diger c¢alismalarla

yapilan karsilastirilmis  ve

literatlirde yapilan c¢alismalardan daha (stin
oldugu gozlenmistir. Gelistirilen bitln algoritmalar
GPU destegi ile MATLAB

ortaminda gelistirilmistir.

olan bir bilgisayar
2. Materyal ve Metot
2.1 Veri Kiimesi ve On islemler

Bu calisma kapsaminda “ACS-F2 Elektrikli Ev Aletleri
Veri Seti”’den elde edilmistir. ACS-F2 veri seti
verilen baglantidan .xml uzantil olarak indirilebilir.
(https://icosys.ch/acs-f2) Veri setinde toplamda 15
icin 225 farkli
toplanmistir. Bu 15 sinif sirasiyla: Kahve makinasi,

farkh sinif cihazdan ornekler
bilgisayar, vantilator, buzdolabi, ses sistemi, su

isitici, floresan lamba, akkor lamba, laptop,
mikrodalga, cep telefonu, monitor, yazici, tras

makinasi, televizyon olarak belirlenmistir.

Bu veri setinde gelistiriciler tarafindan temel
frekans (fe), faz agisi, goérinir glic (S), reaktif glic
(Q), akim ve gerilimlerin RMS degerleri cihazlardan
100 ms'lik periyotlarla toplanmistir. Sonrasinda bu
toplanan degerler ile alti elemanh 6znitelik
vektorleri olusturulmustur. Bu calisma kapsaminda
xml formatindaki bu veriler bir matris haline
getirilerek MATLAB ortaminda islenmistir. Matrisin
son sdtunlarinda cihazin  gercek sinif degeri
tutulmustur. Bu sayede elde edilen veri setinin

boyutlari 161108*7 olmustur.

Veriseti Uzerinde gerceklestirilen incelemede ACS-
F2 veri setinin birinci stGtunda bulunan temel
frekans degerinin alinan 6rnekler boyunca sabit
kaldigi gozlenmistir. Bu nedenle, bu frekans degeri
hem siniflandiricilarin  performansini  azaltmakta
hem de hesapsal yikiu arttirdigindan dolayi
Oznitelik vektérinden cikartilmistir.  Yine yapilan
on incelemelerde bazi hatali 6lcim verileri tespit
edilmistir. Ornegin akimin (I) RMS degeri “0” olarak
Ol¢lilmUs olmasina karsin, bir gértnir glic degerinin
(S=Vims*lims) hesaplandigl gézlenmistir. Bu nedenle
hatali

Olcimleri tespit eden ve bu degerleri

oznitelik veri kiimesinden elimine eden bir rutin
gelistirilmistir.

Yapilan o6n islemler sonucunda 6 numaral sinifa
yani su isiticisina ait veri kalmadigi gézlenmistir. Bu
nedenle sinif sayisi 15’den 14’e dislrilmastir. Bu
on islemler sonucunda veri matrisinin boyutu
161108x6’dan 90495x5’e dlsurilmustdr.

Detayli bir sekilde agiklandigi gibi veri seti (izerinde
gerceklestirilen 6n islemlerden sonra veri setindeki
bazi elemanlar elendiginden dolayi her bir siniftan
esit sayida veri bulunmamaktadir. Bu nedenle, 6n
islemlerden sonra, egitim ve test verilerinin
oranlarini belirlemek igin her bir sinifta toplamda
kac adet verinin kaldigl tespit edilmis ve veri
setinde dengesizlik olmamasi i¢in veri sayisinin en
az oldugu sinifa gore egitim ve test verilerinin sayisi
belirlenmistir. Tablol’de yapilan 6n islemlerden

sonra her bir sinif icin kalan veri sayisi verilmistir.

Tablo 1. On eleme sonrasinda siniflarda kalan
eleman sayilari

Sinif Eleman Sayisi
1 7580
2 10037
3 4466
4 4882
> 9789
6 0

7 6159
8 1776
° 10151
10 6020
1 625
12 9605
13 7074
14 1950
1 10391

Kalan veriler incelendiginde model gelistirilirken,

veri setinde dengesizlik olmamasi igin tim
siniflardan esit sayida 6rnekler alinarak egitim ve
Tablo 1

incelendiginde en az verinin 11 numarali sinifa yani

test  kimeleri  olusturulmustur.

cep telefonuna ait oldugu gézlenmistir. Bu nedenle
kullanilacak olan test ve egitim verilerinin sayisi bu

degerden az olmalidir. Bu nedenle egitim verisi
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olarak 625 elemanin %80’i yani, her bir siniftan

rastgele olarak 500 eleman secilerek egitim

gerceklestirilmistir.  Hesapsal yukd  azaltmak

amaciyla, kalan 125 elemandan rastgele secilen 50
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Sekil 1: Ozniteliklerin siniflara gére dagilimlar a:
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2.2 LSTM tabanli siniflandirma

Long short term memory (LSTM) ilk olarak 1997
yilinda Hochreiter & Schmidhuber
gelistirilmis bir Recurrent Neural Network (RNN)

tarafindan

modelidir. RNN modellerinde de tutulan gec¢mis

bilgilere ait gradyenler egitim sirasinda yok
olabilmektedir. Bu problem de aglar arasindaki
katsayilarin ¢ok biliylik veya cok kiicik olmasina
neden olur. Bu sorunlarin Gstesinden gelmek igin
yapisi olan LSTM

kullanilmaktadir. LSTM, gizli katmanlarda tutulan

tekrarlayan bir ag

bilgilerin hangi c¢iktiya ve gelecekte hangi gizli
katmana gidecegini kontrol etmek icin ek kapilar

tanesi gelistirilen modellerin test edilmesinde

kullanilmistir.

Her bir sinifa gore Oznitelikleri dagilimlari
kullanilarak Sekil 1'de verilmistir.
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kullanir.  LSTM, hiicre durumunu kullanilan bu ek
kapilarla bir sonraki hiicreye bilgi ekleme veya

silme seklinde iletebilirler.

Sekil 2’de bu calisma kapsaminda kullanilan LSTM
yapisi LSTM'ler
sayesinde goriintl siniflandirma basta olmak lzere

gosterilmistir. esnek yapisi
zaman serisi tahminleme, siniflandirma gibi bircok
farkli alanda basarili bir sekilde uygulanmistir. Bu
elimizde
LSTM’ler

calisma kapsaminda da sinyallerden

cikartilmis  oldugundan, siniflandirma

amach olarak kullaniimistir.
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Sequence LSTM L Fully

Input Connected SoftMax N Classification

L
1

Sekil2: Kullanilan LSTM yapisi

Bu calisma kapsaminda LSTM’ler sinyal siniflandirici
olarak kullanilacagindan, giris olarak 06znitelik
vektori verilmistir. Bu nedenle giris katmaninda
sequence input bulunmaktadir. Benzer sekilde Bi-
Directional LSTM’de de benzer sekilde bir yapi
LSTM  tabanl

Tablo 2'de

kurulmustur. Gelistirilen

siniflandiricilarin ~ parametreleri

verilmistir.

Tablo 2: LSTM siniflandirici parametreleri

Parametre Degeri
MiniBatch 5
Epoch 5
Gizli Katman Sayis1 100
Aktivasyon Fonksiyonu SoftMax

2.3 Genetik Algoritma
Sezgisel algoritmalardan biri olan, genetik
algoritma temelde Darwin’in evrim teorisine

dayanmaktadir. Bu nedenle, gen, dogal secilim,
mutasyon gibi kavramlar genetik algoritmanin
temellerini olusturmaktadir. Ozellikle ¢aprazlama
ve mutasyon islemleri ile lokal ekstremum
noktalarindan kurtulabilmesi genetik algoritmanin

en buylk avantajlarindan biridir. Bu sayede,

genetik algoritma birgcok farkh optimizasyon
¢alismalarinda basarili bir sekilde kullanilmistir
(Dehzen and Kail 2008). Ozellikle makine

ogrenmesi ve de derin 6grenme modellerinde

modelin parametrelerinin optimizasyonunda
sikhkla kullanilmaktadir.

Bu c¢alisma kapsaminda da siniflandirmada
kullanilan Bi-LSTM derin 6grenme modelinin hiper-
parametrelerinin optimizasyonu saglanmistir. Bu
calisma kapsaminda batch size, epoch size, gizli
katman sayisi ve aktivasyon fonksiyonu optimize
edilmistir. Siniflandiricinin dogruluk degeri genetik
uygunluk olarak
belirlenmistir. Genetik

yontem oldugundan her bir ¢alisma sirasinda farkli

algoritmanin fonksiyonu

algoritma sezgisel bir
bir ¢6ziim elde edebileceginden dolayi, gelistirilen

algoritma 100 defa calistirilarak elde edilen

sonuclarin ortalamasi alinmistir.  Yapilan ¢alisma

sonucunda optimal parametrele Epoch,

MiniBatch, Gizli katman boyutu, ve aktivasyon
fonksiyonu igin sirasiyla, 5,3,100 ve SoftMax olarak
bulunmustur.

3. Bulgular

Bu ¢alisma kapsaminda kullanilan veriseti lizerinde
gelistirilen her bir siniflandiricinin  siniflandirma
Tablo 3
incelendiginde Gelistirilen GA tarafindan optimize

dogrulugu Tablo 3’de verilmistir.

edilmis Bi-LSTM Modelinin monitér hari¢ kalan
siniflar icin en ylksek siniflandirma dogruluguna
sahip oldugu gozlenmistir.  Her bir sinif icin
siniflandirma dogrulugunun %76’in (zerinde ve
ortalama dogrulugun da %94 oldugu gozlenmis
olup, bu degerin de literatirde vyapilan
calismalardan daha Gstiin oldugu Tablo 4’de diger

yapilan ¢alismalarla karsilastirilarak gosterilmistir.

Tablo 3: Siniflandiricilarin dogruluklari

Simf GA+BiLST BiLST LST FeedForwardN
M M M et
Kahve 1 0.98 0.98 0.22
makinast
Bilgisayar 1 1 1 0.12
Vantilator 1 1 0.28 0.15
Buzdolab1 1 1 1 0.27
Sessistemi 0.98 0.98 0.98 0.37
Floresan 0.98 0.98 0.68 0.23
lamba
Akkor 1 0.98 1 0.28
lamba
Laptop 0.76 0.56 0.52 0.05
Mikrodalg 0.86 0.74 0.64 0.09
a
Cep 1 1 0.98 0.33
telefonu
Monitor 0.78 0.88 0.88 0.34
Yazici 1. 1. 0.98 0.41
Tras 0.88 0.8 0.96 0.35
makinast
Televizyo 0.95 0.9 1 0.29
n
Ortalama 0.94 0.91 0.25
0.84

Yapilan calisma kapsaminda gelistirilen GA destekli
Bi-LSTM derin 6grenme modelinin elde ettigi basari

orani Tablo 4’de literatiirde bulunan diger
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yontemlerle karsilastiriimistir. Tablo 4: Gelistirilen
Modelin Literatlirdeki yontemlerle karsilastiriimasi

Model Ortalama dogruluk
Emir %67
Ridi %73
Samira %68
Onerile Model (GA+BiLSTM) %94
4. Sonug

Bu calismada, kapsaminda elektrikli ev aletlerinin
sebekeden cektikleri akim/gerilim karakteristigine
gore siniflandiriimasi icin metotlar gelistirilmistir.
ACS-F2 veriseti
Gelistirilen ybntemlerden genetik
destekli Bi-LSTM  modelinin
yontemlerden c¢ok daha yiksek

Gelistirilen metotlar Uzerinde
denenmistir.
algoritma diger
siniflandirma
dogrulugu(%94) elde ettigi gbdzlenmistir. Calisma
kapsaminda o6nerilen modelin literatiirde yapilan
¢alismalardan ¢ok daha basarili sonuclar elde ettigi

gozlenmistir.
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