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OZET

Yiiksek Lisans Tezi
DESTEK VEKTOR MAKINELERI ILE
DOKUMAN SINIFLANDIRMA
Uzeyir FIDAN
Afyon Kocatepe Universitesi

Fen Bilimleri Enstitiisi

Istatistik Anabilim Dah
Danigsman: Yard. Do¢. Dr. Engin TAS

Bu tezde, ¢evrimigi Destek Vektor Makineleri (DVM) kullamlarak dokiiman smiflandir-
ma caligmast yapilmigtir. Lasvm algoritmasi esli ¢ekirdek yontemi ile calisilacak sekilde
adapte edilmistir. Ik olarak, secilen cekirdek fonksiyonun etkileri ve parametreler be-
lirlenmigtir. Bunun i¢in dogrusal bir karar siniri ile simiflanacak dokiimanlar yiiksek
boyutlu bir uzaya gomilmiigtiir. Bu nedenle veri gomme prosediirii ve ¢ekirdek hilesi
detaylar1 orneklerle agiklanmigtir. Optimal hiper parametreler belirlendikten sonra egli
egitim ve test verilerinin farkli kombinasyonlar: ile deneyler yapilmigtir. DVM model-
lerinin performanslari dogru siniflandirma orani1 ve ROC egrisi altinda kalan alan kriter-
leri ile degerlendirilmigtir. Sonuglar, ¢evrimici esli simiflandirmanin ikili ve ¢ok smnifli,
siniflandirma iglemlerine iyi bir alternatif metot oldugunu gostermistir. Bu dokiiman
siniflandirma igleminde, eldeki verilerin yiiksek boyutlu olmasi nedeniyle dogrusal esli

¢ekirdekler, gauss esli ¢ekirdeklerine gore daha iyi sonuglar vermigtir.

2013, sayfa
Anahtar Kelimeler: Destek Vektor Makineleri, Egli Cekirdek, Dokiiman Siniflandirma,

Cekirdek.



ABSTRACT

M.Sc. Thesis
DOCUMENT CLASSIFICATION
WITH SUPPORT VECTOR MACHINE
Uzeyir FIDAN
Afyon Kocatepe University
Graduate School of Natural and Applied Sciences
Department of Statistics

Supervisor: Assist. Prof. Dr. Engin TAS

In this thesis, document classification task is studied using an online Support Vector
Machine. Lasvm algorithm is adapted as to work with pairwise kernels. At first, the
effects of the choice of the kernel function and its parameters are considered. In order
to classify documents with a linear decision bound, the data is mapped into a higher-
dimensional space. Therefore the data mapping procedure and the kernel trick are
explained in detail with several examples. After the determination of optimal hyper-
parameters, experiments are conducted on different combinations of pairwise training
and testing data. Performances of the SVM models are compared according to the
classification accuracy and area under the ROC curve. Results indicate that online
pairwise classification is a good alternative to the methods used in binary and multi-class
classification tasks. In this document classification task, linear pairwise kernels achieve
better results than the gaussian pairwise kernels because of the high dimensionality of

the data at hand.

2013, pages

Key Words: Support Vector Machine, Pairwise, Document Classification, Kernel.
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1 GiRis

Giiniimiiz akademik galigmalarinin tek bir disiplini ele almasi kabul gormemektedir.
Bilim diinyasinda yasanan hizli gelismeler farkli disiplinlerin bir arada ¢aligmasini gerek-
tirmigtir. Istatistik bilimi burada temel rol oynamaktadir. Istatistik, insanoglunun
varolugundan beri hayatin her alaninda bir ara¢ olmustur fakat giintimiizde istatistik
arag olmaktan ¢ok amac haline gelmistir. Bu sebeple istatistigin kullanilmasi, bilim dal-

larinin tartigmasiz giivenilirligini ve sayginligini arttirmaktadir.

Teknolojik gelismeler neticesinde istatistigin en onemli alanlarindan biri olan veri si-
niflandirma 6n plana ¢ikmigtir. Gilintimiiz akademik ve teknolojik gelismeleri, istatis-
tiksel 6grenme ve veri simiflandirmanin hayatimizi oldukga kolaylagtirdigini giin 1181na
cikarmaktadir. Istatistiksel ogrenme, teorik bir yaklagim oldugundan ve uygulamada
miihendislik ¢aligmasi gerektirdiginden insan beyninin ogrenme yapisinin modellenmesi
islemine cogunlukla makine 6grenmesi denilmektedir. Insan beyninin 6grenme, prob-
lem haline getirme ve siiflandirma islemlerini adim adim ele aldigimizda, varsayilan
istatistiksel ogrenmenin esinlenildigi noktay1 gozlemleyebiliriz. Nitekim bilgisayarlarin
diigiinme ve sonug¢landirma iglemlerini insan beyninin isleyisinden bagimsiz diiginmemiz
miimkiin degildir. Insan beyni gozlemlerden olusan verilerin simflandirilmas: ile bir
sonuca ulasip, bu sonucu bir model halinde 6grenir. Daha sonra karsilagtigi ornekleri
bu model ile kiyaslayarak yeni sonuclar elde eder. Istatistiksel 6grenme elde bulu-
nan gozlemlerin siiflandirilmas: ile bir model olusturur ki, bu model beynin 6grenme
prensibiyle biiyiik benzerlikler gosterir. Fakat giiniimiiz teknolojisi ile hala beynimizin
gosterdigi performansa yaklagabilmis durumda bile degiliz. Bilgisayarlarin insan beynin-
den daha gii¢lii olmadigin1 sadece daha hizhi iglem yapabildigini unutmamamiz gerekir.
Bu netice ile bilgisayarlar1 uygun algoritmalar ile caligtirirsak ¢ok daha hizli bir 6g-
renmenin gergeklestirilebilir olmasi gereklidir. Yillarca stiren akademik c¢aligmalarda
amag en diigik maliyet ile en hizli ve yiiksek dogruluk oranina sahip modellemenin

gerceklegtirilebilmesidir.

Bu konudaki ilk galigmalar 1936 yilinda Fisher tarafindan ilk ortintii tanima algorit-

masinin yapilmasi ile giindeme gelmigtir(Fisher 1936). Oriintiilerin 6grenilmesi ben-



zer problemler i¢in bir karar modelinin olugturulmasi anlamina geldiginden istatistiksel
ogrenmenin temelleri olusmustur. Istatistiksel 6grenme icin bircok yontemden bahse-
dilebilir fakat burada Destek Vektér Makinesi (DVM) iizerinde durulacaktir. DVM,
ogrenme ve simiflandirma igin kullanilan bir egitim algoritmasidir. Bu algoritma ile

yapilan egitimin sonucunda olugan model test edilir.

DVM ilk olarak V.Vapnik tarafindan 1960 Ii yillarda ortaya atilmig olsa da, bu siirecin
geligtirilmesi, uygulanabilmesi ve kabul gormesi 1995 yilina kadar siirmtstiir. Yontemin
bu kadar uzun stirede kabul edilmesinin nedeni ¢ok maliyetli oldugunun diisiiniilmesi
olmugtur. V.Vapnik’e gore temel unsur egitim kiimesindeki verileri optimal bir hiper-
diizlem ile iki guruba ayirabilmekti. Problem dogrusal simiflandirma problemi olarak
diigtiniilse de, dogrusal olarak simiflandirilamayan veri kiimeleri i¢inde geligtirilmig bir
algoritma yapisina sahiptir. Burada verilerin bulunduklar1 uzaydan daha yiiksek boyutlu
bir uzaya belli bir déniigiim fonksiyonuyla aktarilmasi temel alinmigtir(Cortes and Vapnik

1995).

Bu tezde destek vektor makineleri ile dokiiman simiflandirma problemi tizerine galigil-
migtir. Tez beg boliimden olugsmaktadir. Tezin ilk bolimi girig icin ayrilmigtir. Ikinci
boliimde baz1 matematiksel ve istatistiksel ifadeler hakkinda gerekli bilgiler verilmistir.
Uciineii boliimde, cekirdek (kernel) fonksiyonu ve 6zellikleri anlatilmigtir. Dérdiinci
bolimde destek vektor makineleri, pairwise teknigi ve teorik alt yapisini olusturan is-
tatistiksel ogrenme teorisi tlizerinde durulmustur. Beginci ve son boliimde “Dokiiman
Smiflandirma Problemi” hakkinda bilgi verilip, uygun verilerle problem tasarlanmig
ve deneysel calisma anlatilmigtir. Sonug¢ olarak DVM’nin farkli c¢ekirdek fonksiyonlar
icin teze konu olan probleme etkileri belirlenmis ve benzer yapilacak c¢aligmalar igin

aragtirmacilara kolaylik saglamak amacl onerilere yer verilmigtir.



2 TEMEL KAVRAMLAR

2.1 Temel Kavramlar ve Tanimlar

Tamm 2.1.1 (I¢ Carpim): V, K cismi iistiinde bir vektor uzayi olsun. f:V xV — K
bi¢iminde, (u,v) deki degeri (u,v) ile gosterilen ve agagidaki 6nermeleri dogrulayan bir

f fonksiyonuna V {istiinde bir ¢arpim denir (Sabuncuoglu 2004).

(i) VueV, u#0= (u,u) >0

(ii) Yu,v eV, (v,u) = (u,v)
(ili) Yu,v,w €V, (u+v,w) = (u,w)+ (v,w)
(iv) Ya €e K,Vu,v € V, (au,v) = alu,v)

Tanmm M’te verilen (u, v) gosterimi, (u,v) sayisinin eglenigini gostermektedir. Eger V

reel vektor uzay1 ise (ii) énermesi, (v, u) = (u,v) bigimine girer (Sabuncuoglu 2004).

Tanim 2.1.2: V vektor uzay: iistiinde bir i¢ ¢arpim varsa bu vektor uzayina i¢ carpim

uzay1 denir (Sabuncuoglu 2004).

Tanim 2.1.3: V), K cismi iistiinde bir vektor uzay: olsun.
n:V—R, n:u— |u

bi¢cimindeki n fonksiyonu agagidaki énermeleri sagliyorsa, bu fonksiyona V iistiinde bir

norm denir. V vektor uzayma da, normlu vektér uzay1 denir (Sabuncuoglu 2004).
(i) VueV, u#0=|ul|>0
(i) Ve e R,Vu eV, |cul| = |¢/||ul
(iii) Yu,v €V, flu+ ol < [Jull + [|v]

Tanim 2.1.4: V dogrusal uzayinda taniml toplama ve skaler ile carpim iglemleri agagidaki

ozellikleri saglar. Yu,v,w € V ve «,f € R olmak tizere,

e ut+tv=v+u



e u+ (v+w)=(u+v)+w

o u+0=04+u=u

[ ]
)
_l’_
=
=
|
Q
g
_I_
@
=

V dogrusal uzayinda yukaridaki 6zelliklerin yani sira Cauchy yakinsakligi varsa V uzayi

Tam I¢ Carpim Uzay1 veya Hilbert Uzayi olarak isimlendirilir (Bierens et al. 2012).
Hilbert Uzayimin tercih edilmesinin esas nedenlerinden biri de i¢ ¢arpimin tanimlanma
seklidir. Hilbert Uzayinda i¢ ¢arpim;

(u,v) = u" G, (2.1.1)
seklinde ifade edilir. Bu sekildeki gosterimde simetrik ve pozitif tanimli, kare G matrisi ile

ifade edildiginden Hilbert Uzay’1 matrislerle iglem yapma olanag: saglar(Scholkopf 2002).

Hilbert Uzayi'na veri gémebilmek i¢in bir transfer(gémme) fonksiyonu belirlemeliyiz.

Tanim 2.1.5: X veri uzay1, H Hilbert Uzay1 olmak iizere,

0: X —H

v:x— p(r)

seklinde verilen ¢ fonksiyonuna veri gomme fonksiyonu denir(Schélkopf 2002).

Tanim 2.1.6: s : X2 — K  belirli bir fonksiyon (K = R veya K = C) ve girdiler

X1, Ta, ..., Ty € X seklindeki



Kz'j = K(I‘i, l’j)

mam tipindeki matrise Gram (Cekirdek) Matrisi denir(Schélkopf 2002).

Tanim 2.1.7: Bir matris, eger kompleks eglenik transpozuna esit ise, Hermit Matristir.

Yani bir A matrisi i¢in, eger
A=AH

ise A Hermit matristir(Jédar 1996, Villard 1996, Bellman et al. 1970).

Tanim 2.1.8: Bir A, n x n Hermit Matrisi, eger her sifirdan farkli n boyutlu x vektori
icin,

(Az,x) >0
sart1 saglaniyor ise pozitif tanimli matris,

(Az,x) =0

sart1 saglaniyor ise yari pozitif tanimli matris denir(Schélkopf 2002).

Aym tipte iki pozitif tanimli matrisin toplami yine aym tipte pozitif tanimli bir matris-

tir, pozitif tanimh bir matrisin Hermit transpozu da pozitif tanimhdir.

Tanim 2.1.9: X bostan farkli bir kiime, Vm € N ve x1, 29, ..., x,, € X olmak lizere K

fonksiyonu X x X ftizerinde tanimli bir Gram Matris belirtiyorsa, bu matrise pozitif ta

nmimh gekirdek denir. Genellikle basit olarak sadece ¢ekirdek denir(Schélkopf 2002).

Cauchy-Schwarz Teoremi 2.1.1: V), K cismi tizerinde tanimlanmais bir i¢ ¢arpim uzayi

olsun. O takdirde x,y € V olmak iizere,

[z, )] < l=[lllyl

dir. Esitlik durumunun var olmasi igin gerek ve yeter sart, x ve y vektorlerinin lineer
bagiml olmasidir (Buskes et al. 2000, Fujii, Masatoshi, et al. 1997, Callebaut, D. K.
1965).



Ispat: Eger = veya y sifir vektorii ise, o zaman teoremin iddias1 a¢iktir. Bundan dolay1
x ve y vektorlerinin her ikiside sifirdan farkli kabul edilebilir. = = (xy,z9,...,z,) ve

v = (y1,Y2,---,Yn) olsun. Diger taraftan, (a — b)*> > 0 oldugundan,
a>—2ab+ 0> >0 yada a*+b* > 2ab (2.1.2)

esitsizlligini yazabiliriz.

_ | ve b — |yil
[l Iyl
olarak alalim ve bunlari esitsizliginde yerine yazalim. O takdirde,

|z |y ’xi\Q !in2

2 <
el gl = =l [yl

(2.1.3)

esitsizligini elde ederiz. Simdi [2.1.3] esitsizliginin her iki tarafin1 ¢ = 1 den n e kadar

toplami alinirsa,

- |£B,| |yz |$Z |yz
22 annz Z|

] Tl — lyll?

yazariz, halbuki burada

’xz il
= ve =1
Z [l ]|? ; lyl?
oldugundan esitsizlik,
> lallyl < eyl (2.1.4)
i=1

durumuna gelir. Diger taraftan

[{z, 9)| = iYi

< Z |zl (2.1.5)
i=1
oldugundan 2.1.4] ve [2.1.5] den,

(2, y)] < [yl

elde ederiz boylece teoremin ilk kismi ispat edilmis olur. Eger z ve y lineer bagiml ise o
zaman ¢ € K olmak tlizere x = cy yazabiliriz.Bu da bize esitlik durumunun saglandiginm

gosterir.



Cekirdek Fonksiyonlar: i¢gin Cauchy-Schwarz Esitsizligi 2.1.2: x pozitif tanimh

bir ¢ekirdek ve x1, 29 € X olsun,

K21, 22)[? < K21, 21) K (22, T2)

dir(Scholkopf 2002).

ispat: kij = k(z;,x;) girdilerin 2x2 lik bir Gram matris oldugunu kabul edelim. Bu

nedenle her ikisinin de 6z degerleri negatif olmayacaktir.

_ - 2
0 < K11K22 — Ki2ka1 = Ki1kae — K12R12 = K11K22 — |f€12‘

Tanim 2.1.10: Destek Vektor Makinesi adini destek vektorleri denilen bir vektor ailesin-

den alir. Destek vektorleri belirlenmig bir orjin noktasina gore siniflandirilmasi plan-

lanan noktalarin konum vektorlerini temsil edebilecek nitelige sahip en az sayida olusan

vektorlerin ailesidir(Scholkopf 2002).
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Sekil 2.1: Belirlenen bir

orjine gore olusan konum vektorleri.

Sekil (2.1]) de agikga goriildiigi gibi veriler, belirli bir noktaya gore olugan konum vektorleri

ile temsil edilebilir. Burada ki vektorler egitim algoritmasi yardimiyla karar sinirini tem-

sil edebilecek minimum sayiya diigtiriildiigiinde, geriye kalan vektorler destek vektorleri

olarak adlandirilir. Bu destek vektorleri karar sinirlarini olugturabilmek icin gerekli olan

parametrelerin elde edilmesini saglayacaktir.



3 CEKIRDEK FONKSIYONLAR

Cekirdek, veri noktalar1 arasindaki benzerligi nokta ¢arpim fonksiyonu ile hesaplayip,
bu benzerlik ol¢iistinden elde edilen degerleri veri noktalarinin yeni kimligi olarak belir-
lemeye yarayan bir fonksiyondur. Cekirdek fonksiyonu tiim metrik aksiyomlar: saglar.
Uygulamada ¢ogu gercek siniflandirma problemi dogrusal olarak ayrilmamaktadir. Belir-
tilmesi gerekir ki dogrusal olmayan bir siniflandirma fonksiyonu elbette 0 egitim hatasim

garanti etmez (Erasto 2001).

3.1 Ozellik Uzayinda I¢ Carpimlar

Bir transfer fonksiyonu veriyi ozellik uzayina aktararak boyut arttirma iglemi gergeklesti-
rir. Verileri birer ozellik vektorii temsili olarak alinirsa, bu o6zellik vektorleri arasindaki ig
carpim bir ¢ekirdek matrisi halinde benzerlikleri depolamaktadir. Bu sekilde i¢ carpimlar
ile olugturulan matrise Gram Matris denir. Gram Matrisi olugturan vektorlerin elde

edildigi i¢ carpim bir metrik fonksiyonudur (Gunn 1998).

Destek vektorleri reel ve kompleks uzayda da tanimlanabilir, fakat siniflandirma problem-
leri her zaman bu kisith uzaylarda ¢oziimlenemez. Bu sebeple problemler kiiciik boyutta
simiflandirilabilecek olsa da, verileri ozellik uzayma gomme iglemi bir cegit genelleme
olarak goriilebilir. Verileri 6zellik uzayina aktardigimiz fonksiyon ¢, i¢ carpim fonksiy-

onu da x olmak iizere;

! !’

) = (@), 0(x)) (3.1.1)

seklinde yapilan iglem i¢ carpimin 6zellik uzayima aktarilmadan, sanki 6zellik uzayinda

Kz, x) = (z,x

yapiliyormusg gibi sonug vermesini saglar (Scholkopf 2002). Bu 6zellik sayesinde yapilan
islemin maliyeti artmadan kolaylikla yapilabildigini goriiriiz. Cekirdek fonksiyonun ¢

dontisiimi altinda ¢aligabilmesi i¢in agagidaki 6zellikleri saglamasi gereklidir.

Secilen ¢ekirdek fonksiyonu;
e Simetrik olmaldir.
e Pozitif tamimli olmalidir.

e Cauchy-Schwarz Esitsizligini saglamalidir (Gunn 1998).



3.2 Cekirdek

Cekirdek teknigi dogrusal olarak ayrilamayan girdi uzay: i¢in zorunlu olarak yardimina
bagvurulan bir yontemdir (Herbrich 2002). Cekirdek fonksiyonu olarak adlandirilan
fonksiyonlarin esas amaci veri noktalarinin aralarindaki benzerligi belirleyip, bu sonuglar

yardimiyla siiflandirmanin yapilmasini saglamaktir.

Cekirdek fonksiyonu metrik ozellikleri saglayacak sekilde secilir. Tg carpim fonksiyonunu
ele alirsak iki veri noktasimin tiim bilegenlerinin ¢arpimi ile elde edilen deger aslinda
bu iki veri noktasinin birbirine benzerliginin degeridir. Bu sayede ¢ikan sonug ne kadar

biiyiirse verilerin birbirine o biiytikliikte benzedigini bulmusg oluruz.

3.2.1 En Sik Kullanilan Cekirdek Tiirleri

Literatiir de bircok ¢ekirdek tiirii kullanilmigtir. Fakat bunlardan en sik kullanilanlar:

Dogrusal, Polinomal ve Gauss Radyal ¢ekirdek gesitleridir.

Dogrusal ¢ekirdek,
k(x, o) = (z,2) (3.2.1)

esitligi ile verilen fonksiyona denir.

Polinomal ¢ekirdek,
k(z, ) = (z,2)? (3.2.2)
esitligi ile verilen fonksiyona denir. Bu egitlikte d sayisi olugsan polinomun derecesini

belirtmektedir. Polinomal cekirdek fonksiyonu,

k(z,z) = ((z,2) +1)? (3.2.3)
sekliyle tanimlanir.
Gauss Radyal cekirdek,
Kz, z) = e (3.2.4)

esitligi ile tanmimlanir (Vapnik 2002, Scholkopf 2002, Erasté 2001, Cortes and Vapnik
1995).



3.2.2 C(Cekirdek ve Parametrelerin Secimi

Destek Vektor Makinelerinde diger bir onemli hususta c¢ekirdek ve parametrelerin be-
lirlenmesidir. Yumugak marj parametresi C' ve gekirdek ile ilgili DVM parametrelerini
hiper parametreler olarak adlandirabiliriz. DVM de marj ile ilgili hatalar cezalandirma
puani atamak icin C' parametresi kullanilir. C' degeri ¢ok diigiik alindiginda marj hatas
olusur. Bu sebeple verilerin geri kalanina biiyiik bir marj saglamak igin hiper diizlem
pozisyonunu degistirir. Eger C' parametre degeri ¢ok biiytik segilirse ¢cok yumusak bir
marj ile siniflandirma yapilacagi i¢in hata orani artacaktir. Bu sebeple ¢ekirdek parame-
trelerinin ayni zamanda karar sinir1 tizerinde 6nemli bir etkiye sahip oldugu unutulmama-
hidir. Fakat optimal bir C' degerinin varhigindan soz edilemez. Dolayisi ile C' parametresi
probleme uygun olarak belirlenmelidir. C' parametresinin optimal degeri, ancak deneysel

caligmalar ile belirlenebilir.

C parametresinin farkli degerleri i¢in olugan simiflandirma Sekil(3.1) de verilmistir.

Sekil 3.1: C =100 ve C =10 olan durumlarda simflandirmanin gériiniimii.

Polinom ¢ekirdegin derecesi ve Gauss cekirdegin parametreleri, elde edilen siniflandirici-
nin esnekligini kontrol eder. Ozellikleri arasinda dogrusal olmayan bir iligki var olsa da
derecesi diistiikge polinom fonksiyonu dogrusal fonksiyon ozellikleri gosterir. 5 dereceli
bir polinom daha cok egrisellik gosterse de, 2 dereceli bir polinom fonksiyonu biiyiik
bir esneklik ile iki smifa ayirma i§1emilni Sekil gerceklegtirir.  Gauss ¢ekirdegine

] / e 2 / ) o .
dikkat edecek olursak, k(z,x) = e~ 22  eger z ve x arasindaki mesafe o degerinden
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Dogrusal Cekirdek 2. Derece Polinomal Cekirdek 5. Derece Polinomal Cekirdek

1.0
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+
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] +
PR e &
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Sekil 3.2: Polinomal ¢ekirdegin derecesi ile karar simirimin egriligi arasindaki iligki.

cok biiyiikse, fonksiyonun degeri oo a yakmsar. Ote yandan z ve z” arasindaki mesafe
o degerinden ¢ok kiigiikse, fonksiyonun degeri sifira yakinsar.Bu sebeple v = % say1s1

verilerle karar sinir1 arasindaki uyumu belirleyen parametredir. v daki degigimin etkisi

Sekil(3.3)) de verilmistir.

Gauss, ¥=0.1 Gauss, ¥=1

0.5 4

0.04

0.5 4

0.0 05 10 10 05 0.0 05 10

Gauss, ¥=10 Gauss, ¥=100

i+ +

05 10 10 05 0.0 05 10

Sekil 3.3: ~ parametresinin degigimi ile karar sinirlar arasindaki iligki.

Parametrelerle farkli sonuclar elde edilebildigi gibi, gekirdekler ile de farkli sonuclar

elde etmek miimkiindiir. Ik defa cahsilan verilerle birkac farkh cekirdek ile deney
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diizenlenmeli ve sonuclar degerlendirilmelidir. Yapilan ¢aligmalara gore, ilk olarak dogrusal
¢ekirdek ile performans degerlendirilmeli sonrasinda ise dogrusal olmayan cekirdeklere
yonelmek gerekmektedir. Dogrusal ¢ekirdek maliyet ve sonuglar: bakimindan yol gosterici
bir rol iistlenir bunun yaninda biyolojik ¢aligmalarda gok iyi sonuglarda alimmigtir (Ben-

Hur and Jason 2010).

DVM karar sinirinin bagimliligi, bagimli siniflandiricinin hiper parametrelerinin dogru-
luk oranlart DVM simiflandiricinin dogruluk oranlarina gevirir. Dogrusal bir siniflandirici

ile caligirken belirlenmesi gereken tek hiper parametre DVM yumusak marj sabitidir.

Sekil 3.4: Gauss Radyal cekirdegin farkli parametre degerleri igin olugan simiflandirmalari.

Polinom ve Gauss ¢ekirdekleri i¢in nokta arama alani iki boyutludur. Veri noktalarini iki
boyutlu uzayda kesfetmek icin standart olarak 1zgara arama yontemi uygulanir. Izgara
arama yontemi, veri noktalarini genellikle logaritmik Glgekte secer ve simiflandiricinin
dogrulugu 1zgara tizerinde her bir nokta i¢in tahmin edilir. Kisaca belirtmek gerekirse

model se¢imi dogrudan veri ile ilgilidir (Ben-Hur and Jason 2010).

Esas sorun farkli c¢ekirdeklerin problemin ¢oziimiine olan etkilerini belirleyip, en ideal
¢ekirdek fonksiyonunu se¢gmektir. Bu yeni bir sorun degildir. Tek bir problem cercevesi
icinde cekirdekleri kiyaslamak daha dogru olacaktir. VC Boyut c¢ekirdeklerin st si-
nirlarim kargilagtiracak potansiyel bir yontemdir. Bununla birlikte, dogrusal siniflan-
dirllamayan bir veri setini kapsayan kiirenin ¢apinin tahmin edilmesi gerekir. Son bir
uyar1 olarak, su anda var olmayan bir en ideal ¢ekirdek secimi belirlenme metodu bu-
lunsa bile, deneysel ¢aligmalar sonucu elde edilen optimal sonucun 6niine gecemeyecektir

(Gunn 1998).
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3.2.3 Esli (Pairwise) Cekirdek

Ikili smiflandirma problemleri icin bircok 6grenme algoritmas: bulunmaktadir. Cok simfl
problemler, ikili sinifflandirma problemlerini esas alarak geligtirilmistir. En ¢ok kullanilan
yontem, bire karg1 hepsi yaklagimidir. Bu yaklagim ikili siniflandirma tizerine kuruludur.
Baslangic olarak pozitif bir sinif belirlenir ve diger tiim siniflar negatif olarak simiflanir.
Sonrasinda olusan bu negatif sinif verilerine tekrar ayni yontem uygulanarak yeni bir
pozitif siif elde edilir, tiim siniflar ayrilincaya kadar bu yonteme devam edilir. Sonug
olarak ikili siniflandirmadan esinlenerek ¢ok smiflandirma gergeklestirilmis olur (Park

and Johannes 2007).

Esli simiflandirma, bire karsi hepsi yaklagimina alternatif bir yontemdir. Aslhinda bu-
rada anlatilan temel fikir ¢ simifli bir problemin, ¢(c — 1) /2 ikili siniflandirma problemine
dontistiurilmesidir. Esli ¢ekirdek teknigi destek vektor makinelerinde bire karsi hepsi

teknigine gore daha hizli bir yontemdir (Park and Johannes 2007).

Standart ikili smmiflandirma probleminin hedefi f : X — {+1, —1} fonksiyonunu 6g-
renebilmektir. Egli cekirdek ise f: XM x x@ — {+1, —1} fonksiyonunu 6grenmeye
galhigir. Farz edelim ki, elemanlar1 pozitifler i¢in +1 ve negatifler igin -1 elemanlarindan
olugan bir f = [XM| x |X®)| matrisi olsun. mill) € xW ve xfj) € X@ olmak iizere z;, ile
z;, arasidaki iliski durumunu géstermek iginde [P];, ;, notasyonunu kullanirsak, x;, ve
z;, arasinda bag varsa (ayni simftalar ise) [P);, ;, = +1, bag yok ise(aym siifta degiller
ise) [PJi,i, = —1 olur. Burada ikili 6rneklerin smmiflandirilmasi igin ihtiyacimiz olan,
cgiftler arasindaki iligkiyi belirleyen ¢ekirdek fonksiyonudur. (:cl(ll), xg)) ve (ZL’E-}), l‘g)) gibi
iki veri ¢ifti arasindaki benzerligi tanimlayalim. Burada dogal olarak soylenebilir ki, iki

veri ¢ifti arasinda benzerlik iligkisi var ise her iki eleman i¢inde benzerlik iligkisi vardir.
©))

Diger bir deyisle :13511) ve xﬁ) birbirine benzer elemanlar ise, ;)" ve xg? de birbirine ben-
zerdir. Bu iligki esli ¢ekirdek yontemini tanimlamamiz igin bize yol gosterir. O zaman

bu benzerligi matematiksel anlamda ifade etmek istersek,

1 2 1 2
k(D 22, (@D, D)) = kO, 5, 8P, s, (3.2.5)

i1 ) Vig J1 g2

elde ederiz. Burada xV, XM veri setinin cekirdek matrisini ve £ de X® veri setinin

¢ekirdek matrisini gostermektedir. Yukaridaki egitlikte verilen ¢ekirdek Mercer Cekirdegi
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olarak da adlandirihr. Bu cekirdegin simetrik olmasi durumunda, (z;,,z;,) ve (xj,,;,)

esli gekirdegi asagidaki gibi verilebilir.

/{SYM(("EZ'U"EZé)’ (xj17xj2)) = ["{]ihﬁ [ﬁ]imjz + [K/]ilva [/{]i2,j1 (326)

(1) (@) epe s s . . 9 L
Ty, Ty, ) ¢ifti i¢in tahmin fonksiyonu agagidaki sekilde

Boylece esli gekirdegin (x(l) x(Q)), (

elde edilir.

[Plai = Y alal) af)w((al,2)), (x) ) (32.7)
J1,J2
Burada « lar modelin parametreleridir (Kashima et al. 2010, Kashima et al. 2009, Park
and Johannes 2007, Vert, Qiu and Noble 2007, Trevor and Tibshirani 1998).

3.3 Cekirdek Hilesi

Her zaman mevcut veri seti dogrusal ayrilamayacaktir, dolayisi ile bu durumlarda verileri
daha yiiksek boyutlu bir 6zellik uzayina aktarmamiz gerektiginden bahsetmistik. Fakat
bu aktarma(gdmme) iglemi bazen maliyeti ¢ok yiikseltebilir. Cekirdek hilesinin amaci,

olugan maliyetin minimize edilmesi anlaminda sisteme biiyiik bir kazan¢ saglamaktir.

R3 uzaymda dogrusal smiflandirilamayan bir girdi kiimesinin daha yiiksek boyutlu bir
uzaya gomiilmesi igleminde maliyetin azaltilmasini igin g¢ekirdek hilesini inceleyelim.

Kabul edelim ki girdi verilerimiz R? uzayinda Sekil (3.5 deki gibi bulunsun.

Matematiksel olarak cekirdek hilesini bir noktay1 ornekleyerek aciklayalim. Veri setinden
bir noktay1 ele alahm. z; = (1,2, 3) olsun. Bu noktanin koordinatlarini bir satir vektorii
olarak ele alip, dogrudan dokuz boyutlu bir uzaya gémme islemini agagidaki notasyonla

tamimlayalim.
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Sekil 3.5: R3 de dogrusal olarak iki smifa ayrilamayan noktalar kiimesi.

o(x) =22 (3.3.1)
Buradan,
1 12 =
- O A
3 3 6 9

elde edilir ki olugan sonucu (3.3.2)) deki gibi yorumlanabilir.

ple)=[1 2 3|1 2 3 2 46 3 6 9 (3.3.2)

Veri noktasinin i¢ garpim fonksiyonu altindaki gortintiisii (3.3.3)) deki gibi hesaplanabilir.

k(z,z) = (x,x) (3.3.3)

K(z,z)=11422+33=14 (3.3.4)
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Fakat bu uzayda dogrusal siniflandirma mimkiin olmadigindan bu i¢ carpim sonucu
simiflandirmaya yaramayacaktir. Simdi ise elde edilen yeni veri noktasinin i¢ carpim

fonksiyonu altindaki gortintiisii hesaplanmalidir.

K@, x) = (p(z), p(2)) (3.3.5)
(p(x),p(x)) =17 +22 + 32+ 22 + 42 + 6% + 3% + 6% + 9> = 196 (3.3.6)

Girdi verisi li¢ boyutlu bir uzayda iken olan maliyet ile dokuz boyuta gomiildiikten
sonraki maliyet arasinda olusan fark asikardir. Bu sebeple R3 de dogrusal simif-
landirilamayan verileri R? da dogrusal simflandirabilsek bile maliyetin yiiksek olmasi

sistemin kullanilabilirligini azaltmaktadir.

Cekirdek hilesi ile;

z,x)? = (12 + 2% + 3%)? = 196 3.3.7
(z, )

i¢ carpim fonksiyonunu denklem [3.3.7] ile hesaplanip ayni sonuca ulagilabilir. Cekirdek-
lerin sonucu ayni olmasina karsin maliyet hala R? de uygulanan ic carpim kadar oldugu

goriiliir (Liu, et al. 2004, Schélkopf 2001).
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4 DESTEK VEKTOR MAKINESI

YHigbir sey iyi bir teoriden daha pratik degildir.” (Vapnik 1998)

4.1 Istatistiksel Ogrenme Teorisi

Istatistiksel 6grenme teorisi gozlemsel verilere dayanarak bir simflandirma fonksiyonu
bulmayr amacglamaktadir. Fakat tahmin fonksiyonu birden ¢ok olabilir. Burada is-
tatistiksel 6grenme teorisi en ideal simiflandirmay: saglayacak fonksiyonu tahmin etme

amacindadir.

Sekil 4.1: Istatistiksel 6grenme teorisi i¢in simiflandirma gekilleri.

Sekil de soldaki simiflandirmada dogrusal bir siniflandirma yapilmig gibi goriilse de
karar sinirina ¢ok yakin hatali noktalar olusmustur. Bu durumda siniflandirmanin hata
yiizdesi yiiksek olacaktir. Sagdaki simiflandirma ¢ok hassaslagtirilmis ve sadece bu prob-
leme 6zgii bir karar sinir1 belirlenmisgtir. Bu durum verilen problem i¢in hatay1 minimize
etse de, genelleme yapmak miimkiin degildir. Dolayisi ile elde edilen karar simir1 farkh
bir test kiimesi i¢in uygulandiginda aykir1 noktalara gosterilen yiiksek tolerans nedeniyle
hata seviyesi oldukca yiiksek olacaktir. Fakat ortadaki sekil incelendiginde soldaki sekilde
yapilan karar simirina yakin hatalar engellenmistir, boylelikle dogru siniflandirma orani
yikseltilmis olur. Sag sekil de ki kadar da hassas bir ssmiflandirma yapmayip genellemeyi
kolaylagtirmigtir. Kisacas1 ortadaki gekil de istatistiksel ogrenme teorisine gore istenilen
optimal sartlar yerine getirilmis olur. Boylece istatistiksel 6grenme teorisinin amacini da
agiklamig oluruz, yani amag hatay: sifir yapmak degil, minimize ederek daha genel bir

model elde etmektir (Scholkopf 2002).

Simiflandirmay1 matematiksel olarak incelersek, elde edilen ornekler iki simifa ayrilmig
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durumdayken yeni bir 6rnek ile karsi karsiya kaldigimizda bu iki siniftan birine atamak,
ogrenme teorisinin en temel problemlerinden biridir. Bu iglemler yapilirken girdi ve ¢ikt1

siniflarini belirlemek yani etiketleme yapmak gereklidir.

(21, 91), (T2, Y2), -y (Tin, Yim) € x x {£1} (4.1.1)

X bogtan farkh bir kiime, z; ler de bu kiimedeki gézlemler ve {41} kiimesi de gézlemlerin
gikt1 etiketlerini temsil etmektedir. Cikt1 simifinin ikiye ayrildigi bu gosterimde girdiler

i¢in ise bir sinirlama yoktur.

Istatistiksel Ogrenme Teorisi x; leri, belirlenen y; lerle esleyerek siiflandirmay: esas
almaktadir. Bu yapiy1 olusturmak adina oncelikle 6grenme iglemini gergeklestirmek igin
ogrenme (egitim) algoritmasi, sonra da performans degerlendirmek (test) icin olugacak
olan model gereklidir. Burada egitim algoritmasinin eksiksiz ve tarafsiz uygulanmasi
cok bityiik 6neme sahiptir. Bu durumu anlamlandirabilmek icin Istatistiksel Ogrenme

Teorisinin, teorik yapisinin ¢ok iyi irdelenmesi gerekmektedir.

Schélkopf (2008) de, istatistiksel 6grenme teorisinin giiniimiizde makine egitim algo-

ritmalar1 tizerinde gok 6nemli bir yer edinecegine vurgu yapmigtir (Gretton 2008).

Bousquet (2004)e gore istatistiksel 6grenme teorisinin temel amaci; eldeki veri kiime-
sinden bir karar modeli olugturup bu model dogrultusunda karar verme cercevesi olug-
turmaktir. Ogrenme algoritmalarinda performansi; 6grenme, genelleme ve cikarimsama

tizerine yogunlagarak degerlendirmistir (Zhou 2004, Bousquet et al. 2004).

Evgeniou (2000) de, istatistiksel 6grenmenin bir paradigma oldugunu ve bu paradig-
maya gore, egitim yaparak gerceklegen 6grenme, girdiler ile ¢iktilar arasindaki en iligkili

fonksiyonu bulmamizi saglar demistir (Evgeniou et al. 2000).
4.2 Veri Temsili ve Benzerlik

Deneysel veriler;

(T1,91), (%2,92), s (T Ym) € x X {£1} (4.2.1)
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seklinde ifade edilebilir. Matematiksel kolaylik i¢in ¢ikt1 sinifi iki farkli kiime olarak be-
lirlendi fakat istenirse ¢ikti kiimesi ¢ok sayida belirlenebilir. Bu gdsterime binary(ikili)

siniflandirma denir.

Deneysel verileri siniflarken, elde edilen yeni x; € x ler igin y; € £1 ciktilarim tah-
min etmeliyiz. Ashinda (x,y) egitim girdilerini temsil edebilecek, yani bu girdiye ben-
zer y c¢ikti simifini temsil edecek bir benzerlik olciisti belirlemeye caligiyoruz. Benz-

erligi tamimlayabilmek i¢in en ¢ok tercih edilen benzerlik fonksiyonunu incelemeliyiz

(Scholkopf 2002).

4.3 Destek Vektor Makinesi

Destek vektorleri yardimi ile veri noktalarinin simiflandirilmasini saglayan sisteme Destek
Vektor Makinesi denir. Destek Vektor Makinesi nokta carpimlarla benzerlikleri be-
lirleyen bir ¢ekirdek simiflandirma yontemidir. Bu durum baz yiiksek boyut ozellikleri
bir nokta carpimla hesaplar ve ¢ekirdek fonksiyona transfer etmemizi saglar. Bu yontem
sagladigr iki avantaj ile 6n plana c¢ikar, ilk olarak dogrusal siniflandirma igin tasar-
lanmig yontemler kullanilarak dogrusal olmayan karar sinirlari olusturmamizi saglar,
ikinci olarak da gekirdek fonksiyonlarin kullanimai ile sabit boyutlu bir vektor uzay1 tem-

sili ile smiflandirma yapmamizi saglar (Ben-Hur and Jason 2010).

Sekil 4.2: R? de dogrusal simflandirilabilen veri noktalar:.

Sekil (4.2) de dogrusal olarak siniflandirilabilen veri noktalarimin diizlemdeki goriintii-

leri verilmistir. Verilen girdi noktalarin1 bir dogru yardimiyla farkli sekillerde ayirmak
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mimkiindiir. Burada adi gegen dogru, simiflandirmay: saglayan karar siirimi temsil
etmektedir. Karar sinir1 birden ¢ok oldugundan optimal karar simirini belirlemek gerek-
mektedir. Bu durumda asil amac¢ simiflandirmanin istatistiksel ogrenme teorisine uygun

sartlarda saglanmasidir.

Sekil 4.3: R? de iki farkl karar sinir

Sekil (4.3) de iki farkl karar sinir1 yardimiyla aym veri noktalarmin smiflandirildigi-
n1 gorebiliriz. Bu durumdaki gibi farkli gekillerde simflandirma yapmak miimkiindiir.

Simdi de bir fonksiyon grafigi iizerinde ayni durumu inceleyelim.

Sekil 4.4: Bir polinomal ¢ekirdek fonksiyonun olasi simiflandirmalar:.

Sekil de [0,00) — [—1, 1] araliginda taniml bir polinomal simflandirma fonksiyonu
verilmigtir. Fonksiyon egrileri veri noktalarini farkl sekillerde de olsa dogru siiflandir-
migtir. Kisacasi verilerin dogru simiflandirilabilmesi i¢in gerekli fonksiyon tek tiirlii olmak
zorunda degildir. Daha genel bir simiflandirma 6rnegi agagida verilmistir.

Sekil de birden ¢ok sekilde siniflandirilmanin yapilabilecegini temsili olarak gormiis

oluruz. Fakat burada karsimiza c¢ikan asil problem optimal siniflandirmay1 saglayanin
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Sekil 4.5: Aym iki simfin farkh gekillerde simiflandirilmalari.

dogrulardan hangisi oldugudur. Destek Vektor Makinesi problemin optimal ¢oziimiinii

aramakta ve genig bir marj ile simiflandirmay1 amaclamaktadir.

Marj kelimesi literatiir kargiligi olarak kenar, bogluk gibi anlamlar icermektedir. Si-
niflandirmay1 tek bir dogru ile degil de, iki dogru ile yaparsak siniflar1 birbirinden daha
belirgin ayirmig oluruz. DVM i¢in marj tanimi bu iki dogrunun arasinda kalan bolge

anlamindadir.

Sekil 4.6: Marj kavrami ve optimal simiflandirma.

Sekil (4.6))de veri noktalarmin iki sinifa ayrildigr bu dogru ¢iftine karar sinirlari denir.
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Her sinifin karar siir1 o sinifin veri noktalarini diger veri noktalarindan ayirmaya caligir.

Karar sinirlarina esgit uzakliktaki siniflandirmanin saglandigi esas sinir, optimal hiper-

diizlem veya hiperdiizlem siniflayici adini alir. Optimal hiperdiizlem veri noktalarindan

dogrudan etkilenmesede, karar sinirlarina gore belirlendiginden dolayli olarak etkilen-

mektedir (Scholkopf 2002).

Hiperdiizlem simiflayicinin belirlenmesini, geometrik olarak Sekil (4.7)) de inceleyebili-

riz .

: ._3 ix| {?w,x:rl+b =0}

] \
\
I

Sekil 4.7: DVM’nin geometrik yorumu.

Sekil (4.7) de olugan karar smirlar1 ve marj matematiksel olarak agagidaki gibi ifade

edilir.

(w,z1) +b=+1

(w,xe) +b=—1
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4.4 Veri Gomme

Literatiir de map olarak verilen veri gomme islemi, dogrusal ayrilamama durumunda
verilerin aralarindaki iligkiye etki etmeden daha yiiksek boyutlu bir uzaya aktarilmasi

anlami tagimaktadir.

Veri gomme iglemi bir ¢ doniigiim fonksiyonu ile saglanir. Bu fonksiyon genelde dogrusal
degildir. ¢ fonksiyonu problemin gerceklestigi uzaydan ozellik uzayina verileri aktarir.
Bu sayede dogrusal simiflandirmanin olanaksiz oldugu uzaylardan aktarilan veriler 6zellik

uzaymda dogrusal simiflandirilabilirler (Scholkopf 2002).

Ikili simiflandirmaya yarayan dogrusal cekirdek fonksiyonlar: her zaman en ideal cekirdek
olmayabilir. Destek Vektor Makineleri dogrusal karar sinirinin belirlenemedigi durum-
larda, verileri daha yiiksek boyutlu bir ozellik uzayima aktararak, bu yeni uzayda hiper

diizlemsel bir simflandirma gergeklestirir (Walgampaya and Kantardzic 2006).

Ozellik uzaymda i¢ carpim fonksiyonunu genel bir benzerlik 6l¢iisii olarak kullanabilmek

i¢in oncelikle veri gomme igleminin gerceklesmesi gerekmektedir.

p:x —H (4.4.1)
p:x— x =) (4.4.2)

I¢ carpim fonksiyonunu ozellik uzayma gomiilen verilere uygulamak icin de;

/ /

) = (p(x), () (4.4.3)

k(z,z) = (z,x

tanimlanabilir (Scholkopf 2002).

Simdi dogrusal olarak verilen 3 beyaz ve 7 siyah noktadan olusan ornegi inceleyelim.

Sekil 4.8: R? de dogrusal smiflandirilamayan nokta kiimesi.
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R uzayinda bulunan bu siyah noktalar ile beyaz noktalari dogrusal olarak birbirinden

ayirmak mimkiin degildir. Dolayisi ile R uzayinda dogrusal ayrilamayan bu noktalari,

p:x —H (4.4.4)
01— o(x) = (1,27) (4.4.5)

fonksiyonu yardimiyla R? uzayma gomme islemi gerceklestirilirse veri noktalar1 Sekil

(4.9) deki gibi olur.

Sekil 4.9: Sekil (4.8) deki noktalarmn R den R? ye gémiilmiig hali.

Girdi verileri geometrik olarak parabolik bir yapiya ulagtigindan artik beyaz noktalar ile

siyah noktalar1 dogrusal olarak ayirmak miuimkiindiir.

Sekil 4.10: Sekil ([4.9)) deki R? ye gémiilii verilerin simiflandirilmig hali.

Sekil (4.10) de de goriildiigii tizere dogrusal olarak ayrilamayan girdi verilerini daha

yiiksek boyutlu bir 6zellik uzayina gémerek dogrusal siniflandirmak mimkiin kilinmistir.
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Simdi de R? de dogrusal olarak ayrilamayan girdi verilerinin de R® uzayma gomiilmesi
ile nasil simflandirildigini inceleyelim. Burada o ve 4+ sembolleri ile temsil edilmis girdi
verilerini farkl simiflara ayirmaya calistigimizi diisiinelim. R? uzayinda bu girdi verilerini
dogrusal olarak ayirmak miimkiin olmayacaktir. Simdi 6zel bir ¢ fonksiyonu yardimiyla

verileri R? e gomersek,

15
1 =z &
+
+ + + &
% —
+
os} @0 l g
t e og
]
o 0o % +
%Sf o +
=05 % Py =l +
g 4+ + +$++
-1 + + + a5
=15F
.z . ; ;
-2 -1 0 1 2z

Sekil 4.11: Veri noktalarmin R? uzayinda dogrusal ayrilamama durumu.

Sekil (4.12)) de dikkat edilirse sanki "0” ile ifade edilen veri noktalarindan diizlemin

biikiildiigiinii ve ii¢ boyuta tagindigimi diisiinebiliriz.

Sekil 4.12: ([4.11)) noktalarin R? uzaymna gomiilmesi.
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Verileri ii¢ boyutta incelenirse, R® uzayinda girdi verilerinin dogrusal olarak ayrildig:

Sekil (4.13)de gozlemlenebilir.

14~ ki g

1.2+

LLE
0.6~ =

ey

%
0.2 P &

Sekil 4.13: ([4.12) noktalarin R? uzaymda profil goriintiisii.

m,n € N ve m < n olmak tizere m boyutta dogrusal olarak ayrilamayan veri noktalarinin
da bir ¢ fonksiyonu yardimiyla n boyutta bir uzaya gomiilerek dogrusal ayrilabilecegini

soyleyebiliriz.

4.5 Basit Bir Oriintii Tamima Algoritmasi

Verilerin H 6zellik (Hilbert) uzayma gomiilii oldugunu varsayalim. I¢ carpim fonksiy-
onu yardimi ile uzakliklar1 kullanarak benzerlik olciisii elde edebiliriz. Boylece ‘H ozellik

uzayini basit olarak iki siifa ayirabiliriz.

Smiflandirmay1 kolaylik olmasi agisindan binary(ikili) olarak yaparsak, pozitif ve negatif
olmak tizere iki sinif elde ederiz. Porzitif siniflarin merkezini ¢, ve negatif simiflarin

merkezini c_ ile temsil edersek;

cp = — Z x; (4.5.1)
T filyi=+1)
1
{ilyi=—1}



Burada m. pozitif etiketli (gikt1) Orneklerin sayisini, m_ negatif etiketli 6rneklerin
sayisini temsil etmektedir. m, m_ > 0 oldugu i¢in her iki simifi da bogtan farkli kabul
etmis olduk. Asagidaki geometrik yapi i¢ carpim agisindan formiile edilebilir. c¢_ ile ¢,

nin orta noktasini ¢ olarak tanimlayalim.

Y

Sekil 4.14: (4.5.1)) ve (4.5.2]) denklemlerinin geometrik yorumu.

cyc’ vektoriine de w ismi verilirse, geometrik olarak simiflar betimlenmis olur. W

vektoriiniin normali ¢izildiginde ‘H 0zellik uzay: iki sinifa ayrilmig olur.

Model kurulurken kullanilan veriler diginda yeni bir veri noktasini ele alalim. Yeni nok-

tanin hangi sinifa ait oldugunu belirleyebilmek icin agagidaki adimlar izlenmelidir.

e Secilen nokta x ile temsil edilsin, z¢ vektorii belirlenir.

e Olugan bu z¢ vektoriniin W vektori ile yaptigl aginin kosintisiiniin isaretine bakilir.

Boylece basit bir ortintii tanima algoritmasi elde etmis oluruz. Simdi de bu algoritmay1

matematiksel olarak inceleyelim.

y = sgn{(x—c),w)
— sgn{(x— (e +¢)/2), (er — )
= sgn({x,cy) — (x,c_) +b)

Karar fonksiyonu igin ise,
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yo= son(h ¥ kx) - X (oxi) +b)

T filyi=+1) T filyi——1}
= sgn(mL > k() — = > k(z,)+ b)
{ilyi=+1} {ily;=—1}

elde edilir.

4.6 Vapnik-Chervonenkis Boyut ve VC Sinir

Vapnik ve Chervonenkisin ortaya attigi bu teori aslinda simiflandirma fonksiyonlar: igin
bir gesit sinirlama ve kapasite belirleme olgiisidiir. Karar sinir1 kurallarinin sabit bir

koleksiyonu ile calismak, pratik nedenlerle daha verimli kavramsal bir cerceve sunar.

4.6.1 VC Boyut

VC Boyut bir gesit kapasite simiridir. Soyle ki modeli siniflara ayiran ve etiketlenmesine
neden olan bir fonksiyondur. FEtiketlerin 4+1 olmasi demek m girdi i¢in 2 etiketleme

demektir (Scholkopf 2002).

VC Boyut aslinda fonksiyon kiimelerinin bir 6zelligidir ve fonksiyonlarin gesitli siniflar
icin tamimlanabilir. Burada sadece iki simif i¢in karsilik gelen fonksiyonlar1 dikkate
alirsak, her x i¢in, f(x) € {—1,1}. Simdi eger m puani verilen bir fonksiyonun olasi
tiim etiketlemeleri 2™ ise, bu veriler 2™ parcaya ayrilabilirdir denir. VC Boyutu fonksiy-
onlar i¢in parcalanabilir egitim noktalarinin sayisi olarak tanimlanir. Mesela VC Boyutu
m ise, par¢alanabilen m nokta kiimesi vardir, fakat bu veri kiimesi her zaman m noktaya

parcalanabilir ifadesi dogru olmayacaktir (Burges 1998).

Ogrenen makineler tarafindan uygulanan fonksiyonlar kiimesinin sonlu bir VC boyu-
tuna sahip olmasinin gerekli ve yeterli oldugu kanitlanmigtir. Diizgiin yakinsama oram
iizerindeki dagilimdan bagimsiz sinirlarin, VC boyutuna, egitim hatalarinin sayisina ve
gozlem sayisina bagli oldugu bulunmustur. VC boyutu ogrenen makinenin kapasitesini

olgen sabit bir degerdir(Vapnik 2002).

Ikili bir smiflandirma yapilmak istendiginde, VC boyutu smflandiricinim maksimum

ayirabildigi simiflarin (2™) sayisidir. R? de ii¢ nokta simiflandirilmak istendiginde sekil
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Sekil 4.15: R2de 3 noktanin iki smifa ayrilabilecegi muhtemel tiim durumlar.
(4.15)) de ki durumlar olusur.

Bir egitim kiimesi biiyiikliigi igin, egitim hatas1 ve test hatasi arasindaki fark yiiksek
kapasiteli makineler i¢in daha biiyiik olacaktir. VC boyutuna dayanan 6grenme teorisi,
egitim kiimesi biiytikliigiiniin bir fonksiyonu olarak, egitim hatast ile test hatasi arasinda-
ki farkin davranisinin tek bir birim tarafindan karakterize edilebildigini ongormektedir.

Bu birim makinenin kapasitesini belirten VC boyutudur(Vapnik 1994).

Iki boyutlu bir girdi uzaymda smmflandirma fonksiyonunun VC boyutu ii¢tiir. n boyutlu
bir girdi uzayinda, hiperdiizlem simmiflandirma fonksiyonunun VC boyutu n +1 e esittir;
yani m = n+1 dir. O halde n boyutlu bir uzayda en fazla n4+1 noktanin tiim siniflandir-

malar1 gerceklesebilir. Ornegin; R? de dort nokta simflandirlmak istendiginde ise sekil

(4.16]) deki durumlar olusur.

ekil 4.16: R%de 4 noktanin iki smifa ayrilamadigi durum goriintiisii.
Y

Sekil (4.16]) e dikkat edilirse sagdaki gibi bir stmiflandirmanin miimkiin olmadigini gorebiliriz.
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4.6.2 Parcalama

Verilen fonksiyon sinifi, uzayr m noktaya parcalamak icin yeterince zengin olmayabilir.
Gereken siniflamanin yapilabilmesi icin VC Boyut en biiyiik m ye gore tanimlanmalidir.

Bu bir makine ogrenmesi kapasitesinin bir say1 kargiligi gibi diigiintilebilir.

Bu nedenle bu fonksiyon daha dogru kapasite tedbirleri ile tanimlanmalidir. Fakat bun-
lar1 degerlendirmek ¢ok zor kabul edilir. Yine de VC teorisinin kuramsal yapisinda temel
rol oynarlar. Bir bagka ilging kapasite ol¢iisiit VC Boyut un olgekte hassas olan versiyonu

VC S diigiiniilebilir (Scholkopf 2002).

4.6.3 VC Sinn

Eger fonksiyon sinifinin VC Boyutu h < m ise makine 6grenmesi kullanilabilirdir. R[f],

beklenen hata, R[], deneysel hata olmak {izere,

Remplf] = %Z % (4.6.1)
Rf) = [ 51~ yloP(.y) (1:62)
RIS) < Rengl ]+ 6l0.m.0) (463

Burada ¢ yi belli bir kapasite sinir1 olarak diisiinebiliriz.

¢(h,m,d) = % (h(ln QTm + 1) +In %) (4.6.4)

Bu olgiiler kapasiteyi belirleyip, problemin hangi siirlar icerisinde ¢oziimiiniin ola-

bileceginin ortaya ¢ikarilmasim saglar (Scholkopf 2002).

4.7 Kayip Fonksiyonu

Kayip fonksiyonu aslinda bir ¢egit hata belirleme fonksiyonudur. Siif sayisi ve siiflan-

dirma yontemi farkh kayip fonksiyonlar1 ortaya c¢ikarmigtir.
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Tamim 4.7.1: (Kayp Fonksiyonu) = girdi verisinin tiglii bilegenleri (z,y, f(z)) € XxYxY

olsun. Bir ¢ fonksiyonu her x € X ve her y € Y olmak tizere,
c: XxYxY — [0,00), c(z,y, f(z)) € {0,1} (4.7.1)

olacak gekilde tanimli fonksiyona kayip fonksiyonu denir (Scholkopf 2002).

Ikili simflandirmada yanhs smiflandirma yapilirsa kayip icin 1 ceza puam bulunurken,
aksi durumlarda ceza puani bulunmaz. Ama bu tamimdaki ¢ fonksiyonu farkli simiflar

ve hata tiirlerini ayirt edemez.

0 y=f(z)
1 y# f(o)

f(x) reel degerli bir fonksiyon ise y € {—1,1} dir. Bu durumda siiflarin etiketlerini belir-

c(z,y, f(z)) =

lemek i¢in f(x) fonksiyonunun igaretine bakilir, yani siif etiketlerini belirleyen fonksiyon

sgn(f(x)) dir.

Ikili stmflandirma yapabilecegimiz bir veri kiimesi ele alalim, kiimelerin +1 ve -1 olarak
ikiye ayrildigin1 kabul edelim. Bu veri kiimesinde hata fonksiyonu 6zel olarak Sifir-Bir

Kayip Fonksiyonu olarak adlandirilir.

.y, £()) = 51 () o] (4.72)

Fonksiyonunda simflandirma dogru ise f(x) = y olacagindan ¢ = 0 (hata degeri) ola-
caktir. Aksi halde dogru smif +1 iken -1 bulunmasi durumunda veya dogru smif -1
iken +1 olmasi durumunda ¢ = 1 olacaktir. Bu nedenle ¢ fonksiyonun degerlerinde
sifir sayisinin ¢oklugu simiflandirmanin dogruluk diizeyini belirlememize olanak saglar

(Scholkopf 2002).

4.8 Hiperdiizlem Simiflayicilar:

Simdiye kadar anlatilan girdi modellerinin 6grenme algoritmalarinin istatistiksel etkin-
likleri kontrol edilebilirdir. O halde tek ihtiyacimiz olan kapasitesi hesaplanabilir fonk-

siyonlarin simiflandirilmasidir. H i¢ carpim uzayinda,

(w,z) +b=0, weH,beR (4.8.1)
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karar fonksiyonuna karsilik gelen,
f(z) = sgn({w, z) + b) (4.8.2)

hiper diizlem simiflayicilar1 tanimlanmigtir. Buradan yola ¢ikarak veri simiflayan tiim
hiper diizlemler arasinda essiz bir optimal hiper diizlem oldugunu soyleyebiliriz. Bu-
rada herhangi bir egitim noktasi ve hiper diizlem arasindaki marji maksimum yaparak

siniflandirma gerceklesir.

max  min{||lz —z;||: zeH,(w,x)+b=0,i=1,2,...,m} (4.8.3)
weH,beR

Hiper diizlemler arasi mesafe ayrilan simif kapasitelerinin marj1 arttikca azalir. Amag en

biiyiik marj1 elde edebilecegimiz normal vektorii bulmaktir.

: |~
i 7(w) = L (484
yi((w,z;) +b) > 1 Vi=1,2,....m (4.8.5)

Burada ki 7 fonksiyonu simiflandirma probleminin amag fonksiyonudur. Bu verilerle

kisitlamali optimizasyon problemini diigtiniirsek,

L(w, b, «) —HwH2 Zaz yi((xs, w) +b) — 1) (4.8.6)

Bu esitliklerde « ile gosterilen ifadeler Lagrange carpanlari, w ve b denklemin ilkel
degigkenleridir. Bu esitlik w ve b degiskenleri i¢cin minimize edilirken, «; ler i¢in de

maksimize edilebilirdir (Schélkopf 2002).

Sonug olarak, hiper diizlem simiflayicinin amaci, maksimum marj ile verilerin en ideal

siniflara ayrilmasin saglayarak simiflandirma islemini gergeklegtirmektir.

4.8.1 Karush-Kuhn-Tucker (KKT) Sartlar

Optimizasyon teorisinin tamamlayicilik kogullar1 Karush, Kuhn ve Tucker tarafindan

ortaya atilmig ve ismini de buradan almigtir.

0 0
%L(w,b, a) =0, %L(w, bya) =0 (4.8.7)
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Sekil 4.17: Optimal hiper diizlem ve marj.

Ilkel degiskenler acisindan Lnin tiirevleri yok olur. Buradan,

zm: ay; =0 ve w= Zm:aiyl-xi (4.8.8)
i—1 i=1

elde edilir. Sifirdan farkli «; ler le bu sistem,

w = Z QYT (4.8.9)
i=1

destek vektorii olarak adlandirihir. KKT kogullar ile,

a;lyi({(xi,w) +0) — 1] =0, Vi=1,2,..,m (4.8.10)

elde edilir. Burada yapilan iglemlerin avantaji ¢oziimiin kisitlamalardan dolay1 diger
orneklere bagimli olmamasidir. Bazen Lagrange carpanlarinda w ve b ilkel degigkenle-

rinden biri yok edilebilir. Boylece hicbir kisitlama kalmamig olur ve

m 1 m
max w(a) = Z =g Z Yy (T, ) (4.8.11)
acR™
i=1 ij=1
Voi >0, Y ouyi =0 (4.8.12)
i=1

elde edilir. Dolayisi ile destek vektorii,
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w = Z ;Y (4.8.13)
i=1
olur. Bu destek vektorleri i¢in yazilabilecek karar fonksiyonu,

flz) = Sgn(iyiaxx,m +b) (4.8.14)

i=1
seklini alir ki burada yine b ilkel degiskenini yok sayabiliriz. Sonug olarak KK'T Sartlar

altinda Destek Vektor Makinesi igin bir karar fonksiyonu yazilabilir.

fl) = sgn( 3= wioulp(a). o) + b)
(4.8.15)
= sgn ( f:l yiaik(z, ;) + b)

ve karar fonksiyonunun Lagrange carpanlar: ile KKT sartlar1 altinda bir optimizasyon

problemine doniistiirmiig oluruz.

4.8.2 Esnek Marj Simmiflandirmasi

Yiiksek giiriiltii problemi siniflarda biiyiik bir ortiismeye neden olursa uygulamada si-
niflayici bir hiper diizlem bulunamayabilir. Bahsedilen giiriiltii diizeyinden dolay1 siif
ihlali gerceklegirse veri noktalarinin dogru siniflandirmasina izin vermek i¢in daha esnek

bir yap1 gereklidir. Kisitlamalar: zayiflatip sisteme esneklik kazandirarak,

V6 >0, yi((w,z)+b)>1-¢& Vi=1,2,...m (4.8.16)

elde edilir.

Iyi bir esnek simiflandiricy, ||w|| degerinin minimize edilmesi ile kapasite kontrolii yapar ve

> & esneklik katsayilarimin toplamiyla belirlenir. Sonug olarak bu sekilde esnek marjh
i=1
bir simiflandirmanin gerceklesmesi amag fonksiyonunu minimize etmis olur.

r(w,€) = gl + D" & (48.17)
=1

elde edilir.
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Buradaki ¢ > 0 olmas1 marj maksimizasyonu ve egitim hatalarinin minimizasyonu ara-
sindaki degisimi belirler. Cekirdek fonksiyonu yardimi ile Lagrange carpanlari yeniden

diizenlenebilir fakat bu durum yeniden bir maksimizasyon problemine dontisiir.

0<ao;<e¢, 1=1,2,....m we Zaiyi:() (4.8.18)
i=1

Standart simiflandirma yontemlerinden tek farki, a(z) Lagrange carpanlar i¢in C nin bir
ist siir belirtmesidir. Bu yontemle girdi verilerinin herhangi birinin bireysel etkisini

sinirlandirmig oluruz.

a; < c oldugu siirece b egik degeri ihmal edilebilir. &; = 0 alinirsa,

Z ayik(x, ) =y, (4.8.19)

,j=1

elde edilir.

Geometrik olarak b nin se¢imi hiper diizlemin hareketini belirler. Olasi hiper diizlemin
esnek bir marj gerceklegtirmesi i¢in v parametrizasyonu kullanilir. Bundan dolay1 or-
neklerin alt ve iist sinirlar daha belirgin bir hale getirmek i¢in ¢ parametresi v € (0, 1]
ile degistirilir. Bu hata terimi ile ilkel bir amag fonksiyonu kullanilir. Yine ayni sekilde

«; < c oldugu siirece b egik degeri ihmal edilebilir. Buradan,

czzl& yerine <%;§Z)—p (4.8.20)

kullanilabilirdir.

Smiflarin ayrilmasi i¢in gereken kisitlamalar bir p marj parametresi igerir.

yl-((w,xi} + b) >p—¢& Vi=1,2,...m (4.8.21)

Boylece kendiliginden optimizasyon probleminin degiskeni haline gelir.

4.9 Lasvm Algoritmas1 ve Uygulama Semasi

Bu tez ¢aligmasinda, deneysel ¢aligmalar ile problemin ¢oziimiinde 2005 yilinda Bordes

ve Bottou tarafindan geligtirilen Lasvm algoritmasinin egli ¢ekirdek teknigine uyarlanmig
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hali kullanilmigtir (Bordes and Bottou 2005).

Bilgisayarlar cok karmagik istatistiksel modeller hesaplamak i¢in yetenegimizi geligtirmis-
tir. Ucuz, yaygin ve aga bagh bilgisayarlarin artik daha biiyiik bir ol¢tide gozlem topla-
mak ic¢in yetenegimizi arttirmig bulunmaktadir. Veri boyutlar1 bilgisayarlarin hizininda
biiytimesini gerekli kilmigtir. Son on yilda, iglemciler 100 kat daha hizlanmig ve sabit

diskler de 1000 kez daha biiytimiigtiir (Bordes et al. 2005).

Egitim ornekleri ¢ok yiiksek boyutlu oldugunda teorik olarak 6grenme sistemleri de bol
zamana ihtiya¢ duyacaktir. Bu sebeple islem maliyeti sinirlayicit bir faktor haline gelir.
Herhangi bir etkin ogrenme algoritmasi her érnege belli bir 6nem derecesi vermelidir. Bu
sorun deneysel bir cevap gerektirir. Destek Vektor Makineleri (DVM) problemin ¢oziimii
icin ¢ekirdek smiflandirici sunar. Acikca egitim orneklerinden kendi i¢sel durumlarinin

ifadesi i¢in gekirdek smiflandirici kabul edilebilirdir (Bordes et al. 2005).

Fakat calismanin zaman maliyeti ¢oziim teknigini kabul edilemez hale getirmektedir.
Bordes ve arkadaglari, DVM c¢oziimiine yakinsayan Lasvm adinda yeni bir c¢evrimigi
ogrenme algoritmasi onermektedir. Farkl veri setleri tizerinde deneysel kanitlar gi-
venilir bir egitim seti tlizerinden yiiksek dogruluk oranlarina ulagir. Daha az bellek
kullanir ve daha hizli bir algoritmadir. Tim oOrneklerin iglemde her tekrarinda bil-
gilendirici egitim ornekleri se¢gmek igin iki kriter inceler. Deneysel kanitlar simif etiket-
lerinin kullanimini yapmadan bilgilendirici 6rnekler segerek biiyiik 6lciide egitim siiresini
azaltmak ve egdeger veya daha tistiin dogruluk ile cok daha kompakt simiflandirmanin
miimkiin oldugunu gostermektedir. Onceki caligmalardan farkl olarak Lasvim, geleneksel
yumusgak marjili DVM formiilasyonuna dayanir giiriiltiilii veri setlerini de dikkate alarak

olugturulmustur (Bordes et al. 2005).

Kullanilmakta olan hali hazirdaki sayisal algoritmalar SVM-QP problemi ¢6zmek i¢in
gelistirilmistir iyi algoritmalardandir. En iyi bilinen yontemler Eglenik Gradyan ve Siral
Minimal Optimizasyon yontemdir (Vapnik and Chervonenkis 1982). Her iki yontem de
iyi secilmig yonleri izleyen aramalar yaparak caligir. Her bir yon arama « baslangig

vektorti, DVM problem kisitlanmasi ¢ozen ve belirtilen u yoniinde uzanmaktadir. Boyle
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bir arama yeni bir oo + A\*u vektorii verir.

A" = arg max w(a + Au) 0 <\ <o, u) (4.9.1)

¢(ov, u) st smir1 a + Au kabul edilebilir. Hesaplamalardan sonucla, K;; = K(x;, z;) ve

9=1(91,92,---,9n), w(a) nm gradiyent vektorii olmak iizere,

i ) o2)

)\* = min <¢(OZ, U), Z;T
[/ Ak 2%}
(2]

elde edilir.

4.9.1 Cevrimici Lasvimm

Bu bolimde, Lasvm adli bir ¢evrimici DVM algoritmasi verilmigtir. Bu algoritmay1 in-
celemek icin iki yol vardir. Mevcut ¢ekirdek genislemesinde biriken vektorler online iglem
siirecinde kaldirilabilirdir. Lasvm algoritmasi, SMO algoritmasinin sirali yon aramalarin

bir yeniden yapilanmasidir ve SMO algoritmasinin sonuclari ile yakinsaktir.

Temel ¢ekirdek algilayici ile kargilagtirildiginda, Lasvm algoritmasi incelikle giirtiltiilii
verileri de igler. Geleneksel DVM simiflandiricist ile karsilagtirildiginda, Lasvm maliyet
yararlarl ve gevrimici 6grenme algoritmalarina esneklik getirir. Sonug olarak, deneysel
kanitlar Lasvm egitim Ornekleri tizerinden tek sirali gectikten sonra DVM dogrulugu

eslestigini gosterir.

Burada Process ve Reprocess olarak adlandirilan iki tiir yordam elde edilir (Bordes et
al. 2005).
Lasvm algoritmasi eldeki veri bilgilerinin ti¢ temel unsurunu korur.

e Potansiyel destek vektorleri indisleri kiimesi S.

e Mevcut cekirdek katsayilari a.

e Tamimlanmig kismi tiirevler g;.
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Yanlizca ¢ € S oldugunda, «; ve g; degigkenleri anlamh degerler icerir. Eger i ¢ S ise «;

katsayisilarinin kiimesinin bog oldugu varsayilir.
Yordam 1 (Lasvm Process)
1) k € S ise atla.

2)0%%0, gk<—yk_zasz57 S(—SU{]{?}
ses

3) Eger y,. = +1 ise
14—k, J+—argmingsgs, «g5> A
degilse,

j—k, 14— argmaxssgs, 5> B;
4) Eger (i,j) bir 7* (pozitif tolerans katsayisi) ihlali yoksa atla.

Kii+Kj;—2K;;’

5) )x(—mln{% Bi—ai, OKJ—AJ}
ozz-<—ozl-—|—)\, Oéj<—04j—)\

gs < gs — )\(Kzs - st), Vs e S

Lasvm yeni gelen bir veriyi siniflandirmak ic¢in ¢evrimici kullanilabilirdir. Dolays: ile
anlik siniflandirma yapmak miimkiindiir. Process algoritmasi veriler geldikleri gibi iter-
atif olarak galigir.

Yordam 2 (Lasvm Reprocess)

1) i «— argmaxXses gs , 5 > By

j < arg minses s Qg > As

2) Eger (i,j) bir 7* (pozitif tolerans katsayisi) ihlali yoksa atla.
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Kii+Kjj—2K;;’

3) A(—mln{% Bi—ozi, Oéj—Aj}
Oéi<—06i+)\, Oéj<—04j—)\

gs <— gs — )\(Kis - st), Vs e S

4) i «— argmaxXges gs , Q5 > By
J— argminges gs , g > A
VseS iken a,=0
Eger y, =-1ve g, > g;, S=25-{s}
Eger ys = +1ve gs <g¢g;, S=8S-{s}

5)b«— (9:+9;)/2, 6+ gi—g

Adim 1 de durum degiskenlerine ilk degerleri atanir. Sonra adim 2 de 6nceden tanimlanmis
cevrimici Lasvm algoritmasi doniigimlii Process ve Reprocess dizisi uygulanir. Son
olarak adim 3 te cekirdegin tiim 7* ihlal ciftlerini kaldirmak i¢in Reprocess caligtirilarak

¢ekirdek hesaplanmasi kolaylastirilir.
Algoritma (LASVM)

1) Baglatma Sarti :
Her smifin bir kag cekirdegi ile S belirlenir.

as <— 0 alinir ve baglangic gradyani hesaplanir.

2) Cevrimigi tekrarlamalar:
Dizilerin tekrar sayisi belirlenir.
- Bir k; ornegi alinir.
- k; icin Process yordamini ¢aligtir.

- Bir kere Reprocess yordamini caligtir.

3) Bitirme Sart :

d < 7" gart1 saglanana kadar Reprocess algoritmasini tekrarla (Bordes et al. 2005).
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Bu tez caligmasinda kullanilan Lasvm algoritmasinin egli ¢ekirdek teknigine dontistii-
riillmemis ilk hali (int.Kyn.Q 2005) den elde edilmistir. Tez galigmasi i¢in algoritma esli

cekirdek ile calisacak sekilde diizenlenmistir.

4.9.2 Uygulama Semasi

Destek vektor simiflandirmasinin caligma prensibi aslinda iki temel adima dayanmak-
tadir. Girdilerin en uygun algoritmayla egitilmesi ve ¢iktilarla olugturulan modelin test
verileri ile test edilmesidir. Fakat bu caligma prensibinin sadece bir ozetidir. Bilim-
sel kaynaklarda bu iglem siireci ¢cok farkli adimlamalarla ifade edilmigtir. Calismamizda
kullandigimiz bu adimlamalarin en 6nemli siireglerini sema olarak agagidaki sekilde vere-

biliriz.

Problemin Belirlenip
Formiile Edilmesi

Y N\

Egitim Verilerinin Test Verilerinin
Belirlenmesi Belirlenmesi

'

istege Bagl Olarak
Egitim Verilerine
On islem Uygulanmasi

¥

Uygun Cekirdegin
Belirlenmesi

}

Egitim Algoritmasinin
Uygulanmasi

'

Optimal Hiperdizlemin
Belirlenmesi
Modelin Olusturulmasi)|

4

Modelin Test Edilmesi

N

Sonuglarin Degerlendirilmesi

Sekil 4.18: Uygulama gsemasi.
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5 UYGULAMA ve SONUCLARI

5.1 Dokiiman Simiflandirma Problemi ve Yapilan Caligmalar

Dokiiman simiflandirma problemi icin literatiirde cesitli calismalar bulunmaktadir. Bu
caligmalarda kullanilan teknik ve ara iglemler 6nemli rol oynamaktadir. Dokiiman sinif-
landirma ¢aligmalarinda daha ¢ok veri setinden elde edilen kelime koklerinden bir sozliik

olugturulup, bu sozliige gore simflandirma gerceklestirilmektedir.

Smiflandirma problemleri giiniimiiz teknolojik gelismeleri i¢in ihtiya¢ duyulan tekniklere
dontigmistiir. Bu sebeple V.Vapnik ile baglayan simiflandirma caligmalar ¢ok cesitli
bilim dallarida kullanilmaya baglanmistir (Vapnik 1994). Bu gelismeler basta Istatistik
ve mithendislik bilim dallarinda olmak iizere bircok bilimsel ¢alismanin da yapilmasina

olanak saglamigtir.

Vladamir Vapnik ve Corinna Cortes 1995’de yaptiklar: caligmada metin siniflandirmanin
temelini olugturan karakter tanima problemi ile ilgilenmislerdir (Cortes and Vapnik
1995). Verileri Amerika Ulusal Posta Servisinden elde ettiklerinden ¢ok &rnekli bir
veri kiimesi elde etmiglerdir. Bu caligmalarinda ozellikle yiiksek boyutlu veri kiimeleri

ile caligtiklarindan esnek marj ve hiper diizlemsel siniflayicilar1 6n planda tutmuslardir.

M.Fatih Amasyali ve Aytung¢ Beken 2009 yilinda, Tiirk¢e kelimelerin anlamsal ben-
zerliklerini kullanarak yaptiklari ¢aligmada bir¢ok simiflandirma teknigi kullanip bun-
lar1 karsilagtirmiglardir. Bu caliymada DVM teknigi veri sayisinin degigsmesine ragmen
yiikksek dogruluk oraniyla diger yontemlerden tistiinliigiinii gostermistir (Amasyal ve

Aytung 2009) .

Thorsten Joachims 1998a makalesinde, metin siniflandirmada DVM yontemiyle hem
teorik hem de deneysel olarak olumlu sonuclar almigtir. Teorik olarak, DVM yonteminin
yiiksek boyutlu uzaylarda calisabilme imkani, ilgisiz veri noktalarinin etkisinin az olmasi
ve seyrek verilerle(eksik veri kiimeleri ile) de islem yapilabilmesi yoniinden ¢ok giiglii

oldugu sonucuna varmigtir (Joachims 1998).
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Simon Tong ve Daphane Koller 2001a makalelerinde, metin simiflandirma konusunda
daha giincel problemler belirlemiglerdir. Internet aramalari, mail filtreleme gibi konular
{izerine yaptiklar: caligmalarda DVM tekniginin sonuclarimi degerlendirmislerdir. Ozellikle
internet aramalar1 i¢in tamamen bagimsiz bir veri seti yerine veri tabaninda var olan
orneklerin degerlendirilerek daha iyi bir performans sergilemenin miimkiin oldugunu

gormiiglerdir (Tong and Daphne 2001).

Pairwise Cekirdek teknigi standart ¢ekirdek simiflandirma yontemlerine alternatif olarak
diigtiniilmiis bir yontemdir. Pairwise tekniginde olusturulan veri c¢iftleri ile literatiir
caligmalarinda bagarili sonuclar elde edilmistir. Son yillarda popiilerliligini arttiran

yontem daha ¢ok biyolojik simiflandirma c¢aligmalarinda tercih edilmistir.

Franck Rapaport ve arkadaslar1 2007 yilinda yaptiklar1 caligmada gelistirdikleri yeni
¢ekirdek fonksiyonu ile pairwise teknigini kullanarak genler arasinda olugan baglar1 ve
protein protein eglesmelerini konveks optimizasyon problemi ile ¢bzmiiglerdir (Rapaport

et al. 2007).

Hisashi Kashima ve arkadaglar1 2010 yilinda esli ¢ekirdek teknigine, kartezyen g¢ekirdek

yontemini kazandirmiglardir (Kashima et al. 2010).

5.2 Verilerin Elde Edilmesi

Veriler elde edilirken daha 6nceden yapilmig caligmalar esas alinarak aragtirmalar yapil-

migtir.

5.2.1 20 News Groups Haber Veri Seti

20 Haber gurubu veri seti 20 farkli haber gruplari arasindan diizgiin olarak béliimlenmis
yaklagik 20000 belgeden olusmaktadir. Veriler filtrelenerek Ken Lang tarafindan ogren-
meye en elverigli hale getirilmigtir. 20 haber koleksiyonu, metin siniflandirma ve metin
kiimeleme gibi makine 6grenme teknikleri, metin uygulamalarinda deneyler icin belir-

lenen popiiler bir veri haline gelmistir (Lang 2004).

Veriler 20 farklh haber gurubu bashginda, her yeni gelen farkli baghiga olacak sekilde
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diizenlenmistir. Haberlerden bazilar1 birbiri ile ¢ok yakindan iligkilidir (comp.sys.ibm.pc.-
hardware / comp.sys.mac.hardware), bazilari ise birbirinden oldukga ilgisizdir (misc.for-
sale / soc.religion.christian). Konularina gore béliimlenmis 20 haber gruplarmin bir

listesi agagida verilmigtir.

Cizelge 5.1: Orjinal haber gruplar tablosu

comp.graphics rec.autos sci.crypt
comp.os.ms-windows.misc | rec.motorcycles sci.electronics
comp.sys.ibm.pc.hardware | rec.sport.baseball sci.med
comp.sys.mac.hardware rec.sport.hockey sci.space

comp.windows.x

misc.forsale talk.politics.misc talk.religion.misc

talk.politics.guns alt.atheism

talk.politics.mideast | soc.religion.christian

Burada veri seti 6 ana kiime (Bilgisayar, spor, bilim, satilik ilanlari, siyaset, din) ve bu

kiimelerin 20 alt kiimesi olarak gruplanmiglardir (Int.Kyn.l 2008).

5.3 Problemin Egli Cekirdek Yontemine Uyarlanmasi

Herhangi bir veri setine keyfi olarak esli ¢ekirdek teknigi uygulanamaz. Bunun nedeni
verilerin teknik olarak algoritmaya hazir hale getirilme gereksinimidir. Veriler genellikle
noktasal kimlikleri ile depolanirlar. Bu sebeple Pairwise teknigi icin her veri noktasinin
ikili diigiimleri belirlenmelidir. Bagka bir gekilde ifade etmek istersek, x; noktasinin tekil
olctimleri ile cekirdek hesaplamasi yapmak yerine oncelikle x; ve x; arasinda bir bag
olusup olugsmadig1 belirlenmelidir. Eger z; ile x; veri noktalar1 kendi aralarinda bag
yapiyorlarsa 41, bag yapmiyorlarsa -1 degerini alir. Veri setinin o6zelliklerine gore bag

yapma durumunu ayni kiimeye ait olma durumu olarak da ifade edebiliriz.

Esli cekirdek teknigine gore diizenlenen verileri, veri cifti geklinde ifade etmek daha

dogru olacaktir. Sonug itibariyle olugsan bu veri ciftleri arasindaki iligki varsayilan nok-

43



tasal carpim fonksiyonlar: ile hesaplamak miimkiin olmayacaktir. Bu sebeple alternatif

cekirdekler geligtirilmistir.

Bu caligmada veri kiimesi hali hazirda kullanilan DVM teknikleri kullanilarak dogrusal,
Gauss Radyal cekirdek fonksiyonlar: ile modellenmig ve test edilmigtir. Cikan sonuclar
cekirdek fonksiyonlarinin gosterdikleri performanslar: degerlendirmek tizere ¢apraz tablo-
lar ile verilmistir. Buna ek olarak esli ¢ekirdek fonksiyonlari igin veri kiimesi diizenlenmis

ve analiz edilmigtir.

Verilerin egli ¢ekirdek teknigine uygun olarak veri ciftlerine doniistiiriilmesini Cizelge
deki gibi kiiglik bir 6rnek veri kiimesi ile ifade edilebilir. Burada dikkat edilmesi
gereken onemli bir unsurda, veri setinin biiytikligidiir. Cilinki biiytikligii n adet veri-
den olusan veri kiimesi, esli veri ciftlerine doniistiiriildiigiinde n? adet veri biiyiikliigiine
., Tn } iken, veri ¢iftlerine

ulagacaktir. Ayrica veri kiimesinde bulunan noktalar {xy, zs, . .

doniigtiiriilmiig veri setinin noktalar1 {(z1, x1), (x1, 22), ..., (zn, x,)} sekline gelmektedir.

Cizelge 5.2: Esli Cekirdek 6rnek tablosu

T | xj Bag Yapma Olusan Veri Cifti
Durumu ve Etiketi
x1 1 +1 (I’l,fﬂl) — +1
(aym smifa ait)
To 1 -1 (Ig,xl) — —1
(farkli siifa ait)
Tn | 1 +1 (Tn, 1) — +1
Tpo1 | Tn -1 (Tp_1,Tpn) — —1
Ty | Ty +1 (T, 1) — +1
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5.4 Uygulama

Destek Vektor Makinesi, vektor ailelerinin siniflandirma sistemi oldugundan tek bir
siniflandirma iglemi igin bile tiim destek vektorlerinin sisteme yeni katilan nokta ile
isleme girmesi gerekir. Veri kiimesi ne kadar biiytlirse, maliyet o oranda artmaktadir.
Maliyeti azaltmak igin bir¢ok ara islem yapilabilir. Kullanilan algoritma ara bellekte
tuttugu cekirdek degerleri sayesinde tiim iglemleri tekrar yapmak yerine sadece gerekli

destek vektorlerini kullanarak maliyeti diigiirmemize yardim eder.

Cesitli kernel fonksiyonlari dogruluk oranini ve maliyeti etkiler. Bu sebeple herhangi
bir veri seti i¢in yapilan uygulamalarda farkli kernel fonksiyonlar1 kullanilmali ve veri

seti i¢in optimal sonuclar veren cekirdek fonksiyon belirlenmelidir.

5.4.1 Clesitli Cekirdek Fonksiyonlari ile Uygulama ve Sonuclari

Deneysel caligmada haber gruplar: 1 ile 20 arasinda numaralandirip, deneyler yapildigin-
dan bu ¢aligmada aksi belirtilmedikge haber gruplar: isimleri ile degil Cizelge (5.3)) deki

kodlar: ile verilecektir.

Cizelge 5.3: Haber gruplan ve kullanilacak kodlar

Simif Kod | Sinif Kod
alt.atheism 1 rec.sport.hockey 11
comp.graphics 2 sci.crypt 12
comp.os.ms-windows.misc 3 sci.electronics 13
comp.sys.ibm.pc.hardware 4 sci.med 14
comp.sys.mac.hardware 5 sci.space 15
comp.windows.x 6 soc.religion.christian | 16
misc.forsale 7 | talk.politics.guns 17
rec.autos 8 talk.politics.mideast | 18
rec.motorcycles 9 talk.politics.misc 19
rec.sport.baseball 10 | talk.religion.misc 20
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Veri giftleri temsili olarak Ps; = (z;,x;) ve P, = (2, z,) olsun. Caligmada Esli ¢ekirdek

teknigi i¢in agagidaki iki farkli yontem kullanilmisgtir.

TPPK Kernel :
k(Ps, Pr) = (24, ). K(2j, Tn) + K(24, Tn) k(T f, T) (5.4.1)
MLPK Kernel :

K(Py, P) = [k(2i, T) — KT, 20) — K(2, 20) + K(24, 2,)] (5.4.2)

Elde edilen deneysel sonuglar1 degerlendirmek i¢in Accuracy (ACC) dogru simflandirma
oran1 ve Receiver Operating Characteric (ROC) yani dogru pozitif simiflandirmalarimin
yanlig pozitiflere siniflandirmalara orani yontemleri kullanilmigtir. 20 Haber Grubu veri
setinde optimal simiflandirmay1 belirleyebilmek igin veri setinden Comp{2,3,4,5,6} ve
Rec.Sports{8,9,10,11} olmak iizere iki ana kategori belirleyip bu kategorilerden Comp
grubunu pozitif (+), Rec.Sports grubunu negatif (-) olarak simflandirdigimizda Cizelge
deki sonuglar elde edilmistir. Bu deneysel calismada DVM parametrelerinden lit-
eratliir caligmalarinda en ideal sonuglarin alindigi iddia edilen ¢ = 1, C = 10 kabul
edilmistir. n = 50000 gozlemlik haber metinleri rassal olarak segilmistir. Comp grubun-
da bes alt grup, Rec.Sports grubunda dort alt grup bulundugundan tiim olasi1 kombinas-

yonlarla deneyler yapilarak optimal esglesmeler belirlenmistir.
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Cizelge 5.4: Haber gruplarimin tiim olas1 kombinasyonlari.

Egitim Kiimesi | Test Kiimesi TPPK MLPK

(+) (-) (+) (-) ACC ROC ACC ROC
2,3 8,9 4,5,6 | 10,11 | 64.47 | 0.703994 | 65.03 | 0.71164
2,3 8,10 4,56 | 9,11 | 67.94 | 0.7561 | 66.67 0.749
2,3 8,11 4,56 | 9,10 | 67.795 | 0.750011 | 66.65 | 0.74488
2,3 9,10 45,6 | 8,11 | 68.865 | 0.762968 | 68.954 | 0.7775
2,3 9,11 4,56 | 8,10 | 67.235 | 0.750162 | 68.741 | 0.75412
2,3 10,11 4,56 | 89 | 60.75 | 0.668157 | 61.786 | 0.67921
24 8,9 3,5,6 | 10,11 | 67.485 | 0.745719 | 66.581 | 0.71469
24 8,10 3,5,6 | 9,11 | 73.09 | 0.814879 | 74.192 | 0.821569
2.4 8,11 3,5,6 | 9,10 | 71.32 | 0.793971 | 70.96 | 0.78865
2.4 9,10 3,5,6 | 811 | 71.82 | 0.797739 | 72.81 | 0.81659
2.4 9,11 3,5,6 | 8,10 | 70.195 | 0.791092 | 69.84 | 0.80008
24 10,11 3,5,6 | 89 59.19 | 0.657117 | 60.53 | 0.649583
2,5 8,9 3,4,6 | 10,11 | 66.205 | 0.73193 | 65.20 | 0.74265
2,5 8,10 3,4,6 | 9,11 | 73.345 | 0.81543 | 74.13 | 0.824761
2,5 8,11 3,4,6 | 9,10 | 71.215 | 0.801055 | 71.89 | 0.81256
2,5 9,10 3,4,6 | 811 | 71.65 | 0.796949 | 70.560 | 0.804693
2.5 9,11 3,4,6 | 810 | 71.96 | 0.797982 | 72.236 | 0.78698
2,5 10,11 3,46 | 89 |59.435 | 0.671429 | 58.483 | 0.687962
2,6 8,9 3,4,5 | 10,11 | 61.825 | 0.671761 | 60.046 | 0.68432
2,6 8,10 3,45 | 9,11 | 65.98 | 0.727378 | 65.243 | 0.735692
2,6 8,11 3,45 | 9,10 | 64.24 | 0.710563 | 65.71 | 0.711789
2,6 9,10 3,45 | 8,11 |67.695 | 0.753157 | 68.435 | 0.761789
2,6 9,11 3,45 | 8,10 | 68.035 | 0.751441 | 66.928 | 0.76175
2,6 10,11 3,45 89 |59.765 | 0.651721 | 60.514 | 0.66813
3,4 8,9 2,5,6 | 10,11 | 64.685 | 0.710676 | 65.8 | 0.72489
3,4 8,10 2,5,6 | 9,11 68.9 | 0.767525 | 69.523 | 0.759346
3,4 8,11 2,5,6 | 9,10 | 68.715 | 0.762986 | 67.25 | 0.77951
3.4 9,10 2,5,6 | 811 | 68.795 | 0.763213 | 67.930 | 0.75924
3,4 9,11 2,5,6 | 8,10 | 68.97 | 0.765991 | 69.12 | 0.76814
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Cizelge 5.4 (Devam)

Egitim Kiimesi | Test Kiimesi TPPK MLPK

@ 0 @ o | ac]| roc | acc | roc
3,5 8,10 2,46 | 9,11 | 72.14 | 0.802796 | 71.947 | 0.79437
3,5 8,11 2,4,6 | 9,10 | 71,425 | 0.796258 | 70.573 | 0.862479
3,5 9,10 24,6 | 811 | 71.13 | 0.790727 | 71.658 | 0.791256
3,5 9,11 2,46 | 8,10 | 70,095 | 0.784521 | 71.54 | 0.81436
3,5 10,11 2,46 | 89 59.27 | 0.656839 | 60.813 | 0.662746
3,6 8,9 2,45 | 10,11 | 63.71 | 0.697012 | 64.763 | 0.70439
3,6 8,10 2,45 | 9,11 | 66.895 | 0.742094 | 65.075 | 0.75681
3,6 8,11 2,45 | 9,10 | 66.835 | 0.737838 | 67.254 | 0.748315
3,6 9,10 2,45 | 811 | 68.41 | 0.760781 | 70.453 | 0.78785
3,6 9,11 2,45 | 810 | 64.99 | 0.744611 | 66.01 | 0.75586
3,6 10,11 245 89 59.28 | 0.645587 | 59.25 | 0.64584
4.5 8,9 2,3,6 | 10,11 | 63.885 | 0.695939 | 62.184 | 0.694513
4.5 8,10 2,3,6 | 9.11 | 67.79 | 0.751715 | 68.125 | 0.75485
4.5 9,10 2,3,6 | 8,11 | 67.065 | 0.745538 | 67.45 | 0.74874
4,5 9,11 2,3,6 | 810 | 67.01 | 0.741044 | 67.123 | 0.7475
4.5 10,11 2,3,6 | 89 |56.785 | 0.613866 | 58.125 | 0.63452
4,6 8,9 2,3,5 | 10,11 | 68.085 | 0.75394 | 70.187 | 0.759826
4,6 8,10 2,3,5 | 9,11 | 72.175 | 0.805351 | 70.256 | 0.78787
4,6 9,10 2,3, | 811 | 71.57 | 0.800498 | 71.125 | 0.79145
4,6 10,11 23,5 | 89 | 58.885|0.652984 | 61.01 | 0.671234
5,6 9,11 2,34 | 8,10 | 72.545 | 0.813163 | 73.02 | 0.800042
5,6 10,11 2,341 89 59.65 | 0.677626 | 60.85 | 0.676754

48




Cizelge 5.5: ¢ parametresindeki degigimler.

C € TPPK
ACC ROC
10 | 0.001 | 72.055 | 0.803623
10 | 0.01 | 72.055 | 0.803623
10 | 0.1 | 72.055 | 0.803623
10 1 72.175 | 0.805351
10 | 10 71.02 | 0.792166
10 | 100 | 71.02 | 0.792166
10 | 1000 | 71.02 | 0.792166

Cizelge (5.4) deki sonuglardan, ¢caligmada en ideal sonuglarin alindig: eglesme 5 ve 6 poz-
itif egitim smifi, 8 ve 10 negatif egitim sinifi olarak, 2, 3 ve 4 pozitif test sinifi, 9 ve 11

ise negatif test sinifi olarak belirlenmigtir.

Dikkat edilecek olursa Cizelge de TPPK ve MLPK pairwise ¢ekirdek yontemle-
rinin sonuglarinin birbirine ¢ok yakin oldugu goriilmektedir. Bu sebeple parametre-
lerin belirlenmesinde ¢ekirdek yontemlerden birini secmemiz daha pratik ve yeterli ola-
caktir. Cizelge de TPPK pairwise ¢ekirdek yontemi uygulanarak yapilan deneylerde

oncelikle C = 10 parametresi sabit alinmig ve € parametresindeki degigimler incelenmistir.

Cizelge (5.5) den sonugla ¢ = 1 parametre degeri ile dogru simflandirmanin tepe nok-
tasina ulagildigini1 gorebiliriz. Deneysel calismada € parametresinin 0.1 ile 1 arahigindaki
degerleri i¢in daha hassas deneyler yapilmig fakat sonucu etkilemediginden Cizelge ([5.5))

de verilmemistir.

Ayrica bu sonuglardan yola ¢ikarak ¢ = 1 parametre degerini sabit alip C paramet-
resindeki degisimler de incelenmigtir. C parametresinin sistemin esnekligini belirleyen
bir ceza parametresi oldugundan degisimlerin problemin ¢oziimiine etkileri énemli bir

hal almaktadir. Bu degigimlerin siniflandirmanin dogruluk oranlarina etkileri de Cizelge

(5.6) de verilmistir.
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Cizelge 5.6: C parametresindeki degigimler.

e| C TPPK
ACC ROC

1] 0.001 | 53.17 | 0.555565
11 0.01 50 | 0.563659
11 0.1 |52.07]0.561714
1 1 64.23 | 0.70711
11 10 |66.17 | 0.735244
1| 100 |66.11 | 0.735114
1| 1000 | 66.11 | 0.735114

Elde edilen neticelerden, 20 Haber Grubu veri seti i¢in 50000 rassal secimle elde edilmis
orneklem ile deneyler yapildiginda, ¢ = 1 ve C = 10 parametre degerlerinin en ideal
sonuclar1 verdigi belirlenmistir. Bu sebeple ¢aligmanin bu agsamasindan sonra belirlenen

parametre degerleri ile deneyler yapilmigtir.

Yapilan deneyler ile optimal eslesen gruplar ve c¢ekirdek parametreleri belirlendiginden
artik farkli sayida egitim verileri ve test verileri ile deneyler yapilarak sonuglar1 belir-

lenebilir.

Cizelge de, farkli sayida egitim verilerinin 50000 test verisi igin gosterdikleri perfor-
manslar verilmigtir. Cizelge deki deneysel sonuclar, farkli sayida veri ile DVM nin
egitimi yapilmig ve sabit olarak 50000 veri ile test edilerek hesaplanmigtir. Kullanilan
TPPK ve MLPK pairwise ¢ekirdekleri ile genel olarak egitim verilerinin sayisi arttikca

ACC ve ROC degerlerinin yiikseldigi soylenebilir.
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Cizelge 5.7: 50000 test dokiimamn i¢in deney sonuglari.

Egitim Verisi Sayis1 TPPK MLPK
(n) ACC ROC ACC ROC

1000 54.43 | 0.558848 | 57.31 | 0.599182

2500 57.21 | 0.606352 | 60.61 | 0.640378

5000 63.52 | 0.690406 | 63.74 | 0.674516
10000 66.77 | 0.739657 | 65.23 | 0.711881
15000 71.01 | 0.789158 | 68.79 | 0.749666
20000 73.77 | 0.815749 | 68.86 | 0.761805
25000 73.7 1 0.822586 | 69.16 | 0.773641
30000 74.84 | 0.834969 | 69.64 | 0.777622
35000 75.53 | 0.844959 | 69.25 | 0.780297
40000 76.13 | 0.855329 | 70.71 | 0.79143
45000 77.53 | 0.860832 | 69.41 | 0.792881
50000 77.97 | 0.866653 | 73.31 | 0.801751
55000 78.11 | 0.870087 | 72.12 | 0.799266
60000 78.73 | 0.8773 | 74.19 | 0.808676
65000 79.45 | 0.883978 | 74.53 | 0.806576
70000 79.34 | 0.883091 | 74.01 | 0.803936
75000 79.7 1 0.886823 | 74.25 | 0.810331
80000 79.42 | 0.884319 | 73.66 | 0.808572
85000 80.33 | 0.890223 | 75.26 | 0.817195
90000 79.38 | 0.88517 | 75.86 | 0.812368
95000 80.52 | 0.892089 | 75.08 | 0.815112
100000 80.93 | 0.89387 | 76.58 | 0.824198
150000 80.95 | 0.893071 | 77.26 | 0.817268
200000 80.8 | 0.896823 | 79.18 | 0.816557
250000 81.33 | 0.90317 | 78.08 | 0.826178
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Cizelge 5.8: 50000 egitim dokiimani i¢in deney sonuglarr.

Test Veri Sayisi TPPK MLPK
(n) ACC ROC ACC ROC

1000 76.6 | 0.859928 | 79.25 | 0.831924

2500 78.2 | 0.872204 | 78.71 | 0.84116

5000 77.94 | 0.867332 | 78.41 | 0.854765
10000 78.2 | 0.870905 | 77.31 | 0.850945
15000 79.5 | 0.889198 | 80.12 | 0.889145
20000 77.74 | 0.871054 | 78.19 | 0.87444
25000 77.45 | 0.874532 | 78.16 | 0.862245
30000 78.2 | 0.884705 | 79.64 | 0.900455
35000 77.75 | 0.870544 | 76.25 | 0.86784
40000 79.1 | 0.894522 | 77.71 | 0.887822
45000 78.55 | 0.8744105 | 77.41 | 0.86547
50000 77.554 | 0.871404 | 78.16 | 0.88884
55000 76.8 0.85524 | 76.64 | 0.866742
60000 74.5 | 0.844342 | 75.25 | 0.85124
65000 72.35 | 0.814645 | 73.53 | 0.82111
70000 73.5 | 0.820574 | 70.01 | 0.821844
75000 72.7 | 0.824522 | 70.25 | 0.83457
80000 72.45 | 0.81254 | 69.66 | 0.804178
85000 70.25 | 0.804512 | 67.26 | 0.812482
90000 68.4 | 0.784705 | 67.86 | 0.79455
95000 68.75 | 0.78451 | 64.08 | 0.75451
100000 68.65 | 0.75754 | 64.58 | 0.751245
150000 69.56 | 0.764527 | 63.26 | 0.7256
200000 67.9 | 0.734175 | 63.18 | 0.71465
250000 67.4 0.72454 | 62.08 | 0.69745

Cizelge (5.8) deki deneysel sonuglar, 50000 veri ile DVM nin egitimi yapilmig ve farklh
sayilarda veriler ile test edilerek hesaplanmistir. Kullanilan TPPK ve MLPK pairwise

gekirdekleri ile genel olarak test verilerinin sayisi egitim verileri ile yaklagik olarak ayni
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seviyelerdeyken ACC ve ROC degerlerinin yiikseldigi sdylenebilir. Diger taraftan, test
verilerinin sayisi egitim verilerinin sayisindan arttik¢a giderek ACC ve ROC degerlerinin

azaldig1 sdylenebilir.

Ana kiimeden segilen ve 50000 6rneklemden olusan egitim kiimesi ile test kiimesi tama-

men ayni kiimeler oldugunda, dogrusal ¢ekirdek ile olusan deneysel sonucglardan alinan

giktilar Cizelge (5.9)) de verilmigtir.

Cizelge 5.9: Egitim ve test kiimeleri aym

e| C TPPK MLPK
ACC | ROC | ACC | ROC
1110 | 100 1 99.975 1

Ana kiimeden segilen ve 50000 6rneklemden olugan egitim kiimesi ile test kiimesi tama-

men farkl kiimeler oldugunda, dogrusal ¢ekirdek ile olugan deneysel sonuglardan alinan

giktilar Cizelge (5.10]) de verilmistir.

Cizelge 5.10: Egitim ve test kiimeleri farkh

e| C TPPK MLPK
ACC ROC ACC ROC
1110 | 55.995 | 0.586245 | 54.095 | 0.587334

Ana kiimeden seg¢ilen 50000 6rneklemden olugan egitim kiimesi ile test kiimesi ayni fakat

farkli orneklemler oldugunda dogrusal g¢ekirdek ile olusan deneysel sonuglardan alinan

giktilar Cizelge (5.11)) de verilmigtir.

Cizelge 5.11: Egitim ve test kiimeleri aym 6rneklem farkh

e| C TPPK MLPK
ACC ROC ACC ROC
1110 | 83.435 | 0.911404 | 83.225 | 0.90299

20 Haber Grubu veri setinin simiflandirilmasinda dogrusal c¢ekirdek ve Gauss Radyal

gekirdek fonksiyonlarinin probleme etkileri farkli olabilir. Bu sebeple TPKK Kernel
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pairwise cekirdegi ile yapilan deneylerde bu iki ¢ekirdek fonksiyon karsilagtirilmas: gerek-

mektedir. Bu deneylerden elde edilen sonuglar Cizelge (5.12]) de verilmistir.

Yapilan bu deneyler Gauss Radyal g¢ekirdegin sonuclarinin, problemin boyutu ile ilgili

oldugu sonucuna varilabilir.

Cizelge 5.12: Dogrusal ¢ekirdek ile Gauss Radyal ¢ekirdek performanslari.

Egitim | Test | ¢ | C TPPK
(n) (n) ACC ROC
1000 | 10000 | 1 | 10 | 55.13 | 0.579344
Dogrusal | 10000 | 10000 | 1 | 10 | 71.1 | 0.795753
Cekirdek | 20000 | 10000 | 1 | 10 | 77.6 | 0.840326
50000 | 10000 | 1 | 10 | 80.63 | 0.894072
100000 | 10000 | 1 | 10 | 83.32 | 0.920423

1000 | 10000
Gauss 10000 | 10000
Radyal 20000 | 10000
Cekirdek | 50000 | 10000
100000 | 10000

10 | 50.14 | 0.486913
10 | 48.99 | 0.490115
10 | 49.49 | 0.491263
10 | 49.67 | 0.491995
10 | 50.14 | 0.498997

— | = = =] =

5.5 Sonuclar ve Oneriler

Sonuglar1 degerlendirmeden 6nce, Destek Vektor Makineleri iginde kullanilan tekniklerin
istatistiksel boyutunu da incelememiz gerekmektedir. Istatistik bilim dal genel an-
lamda gozlemleri belli bir dagilima uygunlugu neticesinde en ideal tahmini yapmaya
caligir. Fakat giinliik hayatta karsimiza cikan veriler daima belli bir dagilima uymak
zorunda degildir. Trafik kazalari, borsa verileri, hava durumu tahmini,. .. gibi veriler
baz1 durumlarda belli bir dagilima uygunluk gostermez. Boyle veri setlerinde Destek
Vektor Makineleri diger istatistiksel yontemlere gore bize daha avantajli bir yol sun-

maktadir. Standart Kiimeleme Analizi yontemlerinde yalnizca metrik fonksiyonlar kul-
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lanildigindan bazi veri kiimeleri i¢in olusan eg uzaklik simiflandirmay: giiclestirmekte
ve hata oraninin yiiksek olmasina sebebiyet vermektedir. Bu sebeple Destek Vektor
Makineleriyle olugan siniflandirma modeli ile Kiimeleme Analizinden daha iyi sonuclar
sundugu yapilan ¢aligmalarda belirtilmigtir. Ayrica istatistiksel tahminleme yontemleri
de gozlem degerlerinden olusan veri setinin belli bir dagilima uymasini gerektirdiginden

her veri setinde istenilen sonuclar ve hata oram elde edilememistir.

Destek Vektor Makineleri gozlem degerleri ile egitim yaparak olugturdugu modelde olasilik
degerleri ile gozlenemeyen veriler i¢in de en biiyiik marj ile simflandirmay1 gergeklestir-
diginden gelecek adima tahminde bulunmak icin de kullamlabilirdir. Ozellikle ¢ok simfl
uygulamalarda gozlemlenen veri setine sonradan olugacak olan noktasal veri i¢in tah-

minleme yapilabilmektedir.

Yillar icerisinde popiilerlik kazanan Destek Vektor Makineleri ile ilgili bilimsel ¢aligmalar
regresyon yontemleri i¢in de farkli bir bakig agist sunmustur. Destek Vektor Regresy-
onu ile regresyon tekniklerinin aykir1 degerlerden daha az etkilenebilecek bir modele
kavusmasini saglamigtir. Genellikle bankacilik iglemlerinde (Hisse senedi tahmini, borsa
tahmini,. .. gibi) uluslararasi galigmalarinin birgogunda Destek Vektor Regresyonu kul-
lanilmaktadir. Bu calismada da Destek Vektor Makineleri yonteminde son zaman-
larda popiilerlik kazanan pairwise kernel teknigi ile dokiiman simiflandirma c¢aligmasi

yapilmigtir.

Bu tez caligmasinda elde edilen deneysel sonuglar ile 20 Newsgroups veri seti siniflandiril-
migtir. Dokiimanlardan olugan bu veri setinde 18774 dokiiman ve her dokiiman i¢in 61188
ozellik bulunmaktadir. Ozellik sayis1 probleme matematiksel anlamda boyut kavramina
esdeger olarak etki etmektedir. Pairwise cekirdek kullanilarak deneyler yapildigindan
veri sayist 18774 x 18774 = 352463076 olmaktadir. Dolayisi ile deneysel caligmalarda
egitim veya test kiimesi yeterince biiyiik secilebilmektedir. Bu sayede egitim veya test
kiimesindeki verilerin birbirinden farkli olarak secilmesi saglanmig olur. En yiiksek
250000 veri ile egitim veya test yapildigindan elde edilen sonuglarda veri setinin yaklagik
olarak 250000 / 352463076 = 0.0007 oraninda érneklem kullanilmigtir. Tiim deneylerde

rasgele 6rnekleme yontemi ile veriler secilmistir. Veriler seyrek(sparse) oldugundan
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deneyler C++ programlama dilinde yapilmigtir. En kisa deney yaklagik olarak 2dk,

en uzun deney ise yaklasik olarak 73s 15dk stirmiistiir.

Yapilan deneysel caligmalardan elde edilen sonuglardan en dikkat ¢ekici durumlar;

e Problemin boyutu yiiksek oldugundan dogrusal ¢ekirdek, Gauss Radyal ¢ekirdegine

gore oldukga yiiksek bir performans ortaya koymustur.

e Caligmada kullanilan problem verileri i¢cin MLPK ve TPPK pairwise cekirdekleri

benzer performanslar gostermislerdir.

e Egitim verilerinin sayisi1 arttikga dogruluk orani daha yiiksek bir simiflandirma

gerceklegmistir.

e Test verilerinin sayis1 egitim verilerinin sayisindan daha yiiksek olmaya basladiginda

siniflandirmalarin dogruluk oranlar1 diismeye baglamigtir.

e Birbirinden tamamiyla bagimsiz egitim ve test verilerinde siniflandirmanin dogruluk
oranlar1 diigmiistiir.

ve son olarak,

Cekirdek parametreleri mutlaka deneysel sonuglarla probleme gore belirlenmelidir.

Daha sonra benzer caligmalar yapacak arastirmacilarin bu tez caligmasinin sonuglarini

iyi irdelemeleri yapacaklar1 ¢aligmalarda kolaylik saglayacaktir.

Eger yapilacak caligmanin verilerinin boyutu cok yiiksekse en iyi sonuglar dogrusal
¢ekirdek fonksiyonu yardimiyla alinacaktir. Esas aragtirmaya ge¢cmeden veri seti icin

optimal ¢ekirdek parametreleri belirlenmelidir.
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